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1 UVOD 

 

1.1 Kje smo, kam gremo 

V digitalni dobi smo priča pravcati poplavi podatkov. Sodobne informacijske naprave na 

cenenih medijih beležijo kopico podatkov, ki so namenjeni kasnejši obdelavi. Trgovci, bankirji, 

zdravniki, vladne in številne druge institucije si beležijo podatke o državljanih, kmetje vodijo 

evidenco o svojih živalih in posevkih, znanstveniki zbirajo podatke na številnih strokovnih področjih 

... Tudi svetovni splet je nenazadnje prava zakladnica raznovrstnih podatkov. Njihovo zbiranje je 

pogosto popolnoma avtomatizirano, medtem ko njihovo preučevanje običajno še vedno opravljamo 

»ročno« oziroma na tradicionalen način. Posledica tega dejstva je, da se podatki ustvarjajo hitreje, 

kot smo jih sposobni preučevati in iz njih izluščiti bistvo oziroma znanje. Prihaja do paradoksa, da 

razumemo vedno manjši delež podatkov, čeprav razpolagamo z vedno bolj moderno tehnologijo. Z 

umetno inteligenco, s strojnim učenjem oziroma s podatkovnim rudarjenjem poskušamo ta prepad 

med podatki in znanjem zmanjšati. Tukaj naletimo na še en paradoks. Umetna inteligenca je mlada, 

moderna in obetavajoča veja znanosti, ki pa v resnici ne odkriva ničesar popolnoma novega, saj se 

ljudje učimo oziroma iščemo pravila v podatkih že, odkar obstajamo. Na primer: lovci so že zdavnaj 

preučevali navade živali, kmetje zakonitosti, ki so povezane z rodnostjo rastlin, politiki navade 

volivcev, ljubimci vedenje partnerjev... Pravila, ki jih najdemo v kopici podatkov, lahko kasneje 

uspešno uporabljamo v novih okoliščinah. Tako lahko modreci izkoristijo priložnosti, ki jih ostali 

ljudje z manj znanja spregledajo. Tretji paradoks je, da z umetno inteligenco avtomatiziramo iskanje 

znanja, čeprav ne vemo niti tega, kako se ta proces med učenjem odvija v naših glavah, saj se pogosto 

učimo celo, ne da bi se tega zavedali. 

Da bi si lahko ustvarili vtis, kaj vse zmore sodobna umetna inteligenca, omenimo nekaj 

primerov uporabe: 

• Trgovci preučujejo navade potrošnikov in med njimi iščejo najbolj "zapravljive", da bi jih 

nato z različnimi ugodnostmi (kartice, popusti, točke) še bolj navezali nase, saj so ugotovili, 

da je pridobivanje novih strank dražje kot ohranjanje obstoječih. 

• Bankirji posojajo denar in kupčujejo z vrednostnimi papirji. Pri tem morajo biti previdni, 

saj napačne odločitve ne prinašajo zaslužka. S pomočjo umetne inteligence preučijo 
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odločitve iz preteklosti, da bi se lahko tako čim bolje izognili napačnim odločitvam v 

prihodnosti. 

• Zdravniki želijo čim bolj zgodaj in čim bolj zanesljivo odkrivati bolezni (diagnostika) in 

tako povečati učinkovitost zdravljenja. S preučevanjem obsežnih podatkovnih zbirk s 

pomočjo umetne inteligence jim je že uspelo izboljšati natančnost odkrivanja nekaterih 

bolezni. 

Umetna inteligenca še zdaleč ni omejena na pravkar našteta področja in prodira v skoraj vse 

pore človeških aktivnosti. V mnogih znanstveno-fantastičnih filmih lahko vidimo različna 

predvidevanja, kaj vse naj bi AI omogočala. Tudi znanstveniki poskušajo napovedati, v katero smer 

se bo odvijal razvoj AI in s tem celotna znanost. Ena izmed bolj znanih napovedi pravi, da bo približno 

na sredi tega stoletja dosežen pomemben mejnik v razvoju AI – singularnost (angleško singularity) 

[11]. Ta beseda izvira iz matematike in pomeni prelomno točko, ki običajno povzroči korenite 

spremembe. V tehnološkem smislu bo singularnost trenutek, ko bodo inteligentne naprave začele 

razvijati same sebe, kar med drugim pomeni, da nas bodo intelektualno prehitele in se nam bodo 

lahko zato tudi uspešno uprle, če se bodo tako odločile. Razvoj dogodkov je od te točke naprej zelo 

nepredvidljiv in buri domišljijo mnogih. Med drugim se omenja tudi prenos duše v umetno napravo 

(kopija celotnih možganskih podatkov v računalniku), kar pomeni neke vrste nesmrtnost oziroma 

življenje izven telesa. Menda šole, kot jih poznamo danes, ne bodo več potrebne, saj nam bo znanje 

»preneseno« v glavo tako, kakor danes naložimo aplikacijo v računalnik.  

 

1.2 Primerjava umetne inteligence s klasičnim pristopom 

Kot klasičen pristop je mišljeno reševanje problema, kjer človek sam izlušči znanje iz kopice 

podatkov oziroma sam najde zakonitosti, ki veljajo za te podatke. Tak pristop je bil pred prihodom 

umetne inteligence tudi edina možnost, saj je iskanje novega znanja zelo zahtevno opravilo, ki 

zahteva izobražene in nadarjene ljudi. Po končanem iskanju znanja sledi pri klasičnem pristopu še 

vnos tega znanja v računalnik – programiranje, kar tudi ni enostavno, saj sodi med najbolj kreativna 

opravila. 

Reševanje problemov z umetno inteligenco poteka popolnoma drugače kot pri klasičnem 

pristopu. Iskanje in vnašanje znanja opravi inteligentni sistem samodejno. Naša skrb je le, da 

inteligentnemu sistemu priskrbimo dobre učne podatke, saj bo le tako lahko našel kvalitetno znanje. 
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Zbiranje in izbiranje učnih podatkov pa ni tako preprosto, kot je videti na prvi pogled, zato je potrebno 

temu nameniti posebno skrb. Žal ni preprostih receptov za ugotavljanje kvalitete učnih podatkov. 

Neredko pri njihovem zbiranju vključimo eksperte za ustrezno področje, da bi se čim bolj izognili 

skritim pastem. Včasih zadostuje že nekaj malih napak v učnih podatkih, da se učenje inteligentnega 

sistema močno oteži in poslabša njegova naučenost. Pri zbiranju učnih podatkov obstajajo še številne 

druge težave, kot so na primer varovanje intelektualne lastnine, veliki stroški, varovanje osebnih 

podatkov ... 

Kvalitetni učni podatki so potreben, niso pa še zadosten pogoj za kvalitetno znanje. Zato je 

potrebno pred uporabo inteligentnega sistema najprej ovrednotiti njegovo naučenost, saj je bilo morda 

njegovo učenje opravljeno neuspešno. Ena skrajnost pri učenju je popolnoma nenaučen inteligentni 

sistem, druga skrajnost pa sistem, ki izlušči znanje učinkoviteje od ljudi, vključno z vsemi 

znanstveniki. Omenimo dva bolj znana  primera iz resničnega sveta, ko je računalnik »ugnal« 

človeštvo. Prvi primer je računalnik Deep Blue, ki je leta 1997 v šahovskem dvoboju premagal 

takratnega svetovnega prvaka Garija Kasparova. Novica je takrat odmevala v medijih, ljudje pa smo 

se počutili poražene. Podobno se je pred leti izkazalo, da je inteligentni sistem lahko uspešnejši od 

ljudi tudi pri odobravanju kreditov in pri odkrivanju bolezni. V novejšem času so mediji obširneje 

poročali o napravi z imenom AlphaGo Zero iz podjetja Google, ki so jo med učenjem seznanili le s 

pravili miselne igre Go. Po nekaj dneh popolnoma samostojnega učenja je ta naprava premagala svojo 

predhodno različico z imenom AlphaGo, z rezultatom sto proti nič. To morda ne bi bilo nič 

posebnega, če AlphaGo ne bi pred tem premagala aktualnega svetovnega prvaka z rezultatom tri proti 

nič. Običajno so inteligentni sistemi uspešnejši od nas ljudi, kadar so obravnavani problemi tako 

obsežni in zapleteni, da ljudje izgubimo pregled nad njimi. 
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2 OSNOVNI POJMI 

 

2.1 Umetna inteligenca 

Prav je, da se na začetku seznanimo z osnovnimi pojmi, ki jih bomo uporabljali v nadaljevanju. 

Začnimo s pojmom inteligenca. Slovar slovenskega knjižnega jezika (SSKJ) pravi, da je to 

nadarjenost za umske dejavnosti, bistroumnost, ki se pripisuje živim bitjem. Soroden pojem umetna 

inteligenca (angleško Artificial Intelligence, AI) pa je mlada znanstvena veda, ki preučuje 

inteligentne naprave. Takšne naprave učeno imenujemo inteligentni sistemi [18] in imajo sposobnost 

samostojnega odločanja. Odločitve inteligentnih sistemov običajno temeljijo na znanju, ki je 

pridobljeno na izkušnjah iz preteklosti. Za mlade vede velja nenapisano pravilo, da se njihovi izrazi 

in definicije šele razvijajo in uveljavljajo. To velja tudi za umetno inteligenco, zato zanjo pogosto 

najdemo pri različnih avtorjih raznolike definicije. Največkrat uporabimo kot inteligentni sistem 

povsem običajni računalnik, ki ima nameščeno ustrezno programsko opremo. Manj razširjene, a ne 

manj pomembne, so naprave oziroma strojna oprema, ki so že v osnovi izdelane za področje umetne 

inteligence. Znani primer inteligentnega sistema je nevronska mreža, naprava, ki posnema zgradbo 

in delovanje bioloških možganov in jo bomo podrobneje spoznali v nadaljevanju. Lahko jo 

simuliramo v računalniku (programska oprema) ali pa jo naredimo iz elektronskih elementov (strojna 

oprema). 

  

2.1.1 Kratka zgodovina umetne inteligence 

Za začetek umetne inteligence, kot veje znanosti, šteje znanstvena konferenca v Dartmouth-u 

(ZDA) leta 1956. Tam je gospod John McCarthy skoval izraz »umetna inteligenca«. Njegova 

definicija AI se v originalu glasi: "the science and engineering of making intelligent machines". 

Znanstveniki so na tej konferenci razpravljali, ali je možno človeško modrost opisati tako podrobno, 

da bi jo lahko posnemal stroj. Tamkajšnja razprava je potekala na filozofskem nivoju, kot je to 

običajno za komaj rojeno znanost.  
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Čeprav je umetna inteligenca mlada veda, pa njeni idejni zametki segajo daleč pred leto 1956. 

Omenimo le tri bolj znane med njimi: 

• Najzgodnejši zametki segajo vsaj v antiko. Antična mitologija pripoveduje o kovinskih 

bitjih, kot je Talos s Krete. 

• V devetnajstem stoletju je v Angliji izšel »Frankenstein«, klasični roman pisateljice Mary 

Shelley, kjer v glavni vlogi nastopa bitje, ki ga kirurg sestavi iz kosov več trupel. 

• Leta 1921 so uprizorili premiero gledališke igre R.U.R., izpod peresa Karla Čapke, kjer je 

bila prvič uporabljena beseda »robot«. To je kovinsko, človeku podobno bitje v vlogi 

univerzalnega, ubogljivega in marljivega delavca. 

 

Zgodbe in verovanja omenjenih literarnih junakov so prežete z upanjem, strahom in etičnimi 

pomisleki, kar je v sodobni umetni inteligenci še vedno aktualna tema.  

 

2.1.2 Področja umetne inteligence 

Umetna inteligenca se deli na več različnih področij. Naštejmo le nekaj pomembnejših med 

njimi: 

• Strojno učenje (angleško machine learning). 

• Dedukcija (angleško deduction), sklepanje (angleško reasoning), reševanje problemov 

(angleško problem solving). 

• Predstavitev znanja (angleško knowledge representation).  

• Samodejno načrtovanje in razporejanje (angleško automated planning and scheduling). 

• Obdelava naravnega jezika (angleško natural language processing). 

• Gibanje (angleško motion) in rokovanje (angleško manipulation). 

• Strojno zaznavanje (angleško machine perception). 

• Ustvarjalnost (angleško creativity). 

• Socialna inteligenca (angleško social intelligence). 

• Splošna inteligenca (angleško general intelligence). 

 

Našteta področja se med seboj prekrivajo, njihove meje pa so zabrisane.  
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2.2 Strojno učenje 

Strojno učenje ima pomembno vlogo v tem učbeniku in je prepleteno z vsemi ostalimi področji 

umetne inteligence, zato je smiselno, da se uvodoma dobro seznanimo z njim. 

 

2.2.1 Kaj je strojno učenje 

Tudi učenje je, podobno kot inteligenca, širok pojem, ki ga ni lahko natančno opisati. Definicija 

v slovarju SSKJ pravi: »Učenje je pridobivanje znanja, razumevanja ali sposobnosti s preučevanjem, 

poučevanjem ali vadbo.« Strojno učenje je podpomenka umetne inteligence in ima kar nekaj 

podobnosti z biološkim (ljudskim) učenjem. Za začetnika strojnega učenja šteje Arthur Samuel, ki je 

leta 1959 postavil naslednjo definicijo strojnega učenja: »Raziskovalno področje, ki omogoča 

računalnikom učenje brez izrecnega programiranja (angleško "Field of study that gives computers the 

ability to learn without being explicitly programmed.").«  

Med izvajanjem strojnega učenja se spreminja zgradba stroja (inteligentnega sistema), njegov 

program ali njegovi podatki tako, da se izboljšuje njegovo delovanje. Omenimo primer inteligentnega 

sistema za prepoznavo govora. S »poslušanjem« dodatnih govornih vzorcev, ki pripadajo raznolikim 

govorcem (stari in mladi, moški in ženske …), se inteligentnemu sistemu povečuje natančnost, s 

katero prepoznava govor. 

 

2.2.2 Kakšen je smisel strojnega učenja 

Preden se pričnemo ukvarjati s strojnim učenjem, se moramo vprašati, kje in kdaj ga je smiselno 

uporabljati. Mar ne bi bilo bolje znanja vgraditi v neko napravo že med njenim načrtovanjem ali 

izdelavo, saj potem njeno učenje sploh ne bi bilo potrebno? Včasih je res tako, a ne vedno. Izkaže se, 

da je strojno učenje smotrno predvsem v dveh primerih: 

1. Kadar ljudje ne znamo opisati pravil, ki veljajo med vzroki in posledicami, drugače kot 

z množico primerov. 

2. Kadar imamo spremenljivo okolje, se inteligentni sistem lahko dodatno uči kar med 

delovanjem ter se tako samodejno prilagaja novim okoliščinam. 

Kot zanimivost povejmo še to, da z učenjem strojev ljudje pridobivamo spoznanja, ki so 

podobna spoznanjem, ki veljajo tudi za nas. Ena od prednosti strojnega učenja je ponovljivost, zaradi 
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katere lahko spreminjamo posamezne učne parametre in tako ugotavljamo njihov vpliv na rezultat 

učenja, kar je pri biološkem učenju (skoraj) neizvedljivo. 

 

2.2.3 Kaj je naučenost in kaj je znanje  

Inteligentni sistem je naučen, če pravilno reši vse učne primere. Naučenosti pa ne gre enačiti z 

znanjem. Bistvena lastnost, ki loči znanje od naučenosti, je generalizacija oziroma posplošitev 

naučenega. To pomeni, da inteligentni sistem med učenjem najde v učnih podatkih splošne 

zakonitosti, ki mu kasneje omogočajo, da pravilno sklepa tudi takrat, ko se obravnavani podatki 

nekoliko razlikujejo od učnih. Pri biološkem oziroma ljudskem učenju to imenujemo učenje z 

razumevanjem. Če inteligentni sistem med učenjem ne najde splošnih zakonitosti v podatkih, temveč 

si jih zgolj zapomni, je to primerljivo z biološkim učenjem na pamet (»piflanje«). 

 

2.2.4 Katere vrste strojnega učenja poznamo  

Obstajajo tri glavne vrste strojnega učenja: nenadzorovano (angleško unsupervised), 

okrepčevalno (angleško reinforcement) in nadzorovano učenje (angleško supervised). 

 

1) Nenadzorovano učenje: Pri takšnem učenju so podane le vhodne vrednosti učnih vzorcev, ne pa 

tudi njihove pripadajoče želene izhodne vrednosti. Naprava med učenjem pregleda vhodne vzorce 

in jih po svojih merilih razvrsti v več skupin oziroma razredov. Rezultat nenadzorovanega učenja 

je nepredvidljiv, kar običajno ni zaželeno. Oglejmo si opis nenadzorovanega strojnega učenja na 

primeru razvrščanja fotografij, ki prikazujejo ljudi. Inteligentni sistem razvršča te fotografije v več 

razredov (kategorij), ki jih ustvari po svoje. Ne vemo, katere skupne značilnosti bodo imele 

fotografije posameznega razreda, niti koliko razredov bo med učenjem nastalo. Lahko se zgodi, 

da bo inteligentni sistem ločil ljudi na fotografijah po velikosti, po barvi las, po spolu ali katerikoli 

drugi lastnosti. Prav tako ne vemo, v koliko razredov bo inteligentni sistem razdelil ljudi. Morda 

samo na male in velike, ali pa bo med njimi naredil tudi enega ali več vmesnih razredov? Težave 

z nepredvidljivostjo rezultatov nenadzorovanega učenja lahko odpravi selekcija (genetski 

algoritmi). Živa bitja se pogosto poslužujemo nenadzorovanega učenja v povezavi z naravno 

selekcijo. Rezultat tovrstnega učenja pa je viden šele po več generacijah. 
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2) Okrepčevalno učenje: Pri takšnem učenju dobiva inteligentni sistem informacije o pravilnosti 

odločitev (podane so želene vrednosti), vendar ne za posamezne učne vzorce temveč šele na koncu 

po zaključenem zaporedju odločitev. Ta način učenja spominja na ljudsko modrost »Po bitki smo 

vsi generali«. Želene vrednosti posameznih učnih vzorcev niso znane. Na primer: pri šahovski igri 

lahko šele na koncu  zanesljivo ugotovimo, kako uspešne so bile šahistove poteze, odvisno od tega, 

ali je zmagal, igral neodločeno ali izgubil. Med igro ne moremo povsem natančno ovrednotiti 

posameznih potez. Včasih se med igro splača šahistu žrtvovati figuro, kar se mu lahko obrestuje 

nekaj potez kasneje. Zato je smiselno, da učenje šaha poteka na nivoju celotnih šahovskih partij in 

ne na nivoju posameznih potez. Intuitivno lahko sklepamo, da je okrepčevalno učenje bolj 

učinkovito od nenadzorovanega, saj imamo med učenjem vsaj nekaj povratnih informacij o tem, 

kako uspešno je učenje. 

 

3) Nadzorovano učenje: Pri tem učenju vsebuje vsak učni podatek tudi pripadajočo želeno vrednost, 

zato lahko učenje poteka ločeno za vsak učni vzorec posebej, pri čemer zaporedje učnih vzorcev 

običajno ni pomembno. Za pojasnilo uporabimo isti primer, kot smo ga že uporabili pri 

nenadzorovanem učenju − fotografije ljudi. Že pred pričetkom nadzorovanega učenja določimo, 

koliko je razredov in v kateri razred sodi posamezna fotografija. Naprava med učenjem išče skupne 

značilnosti posameznih pripadnikov različnih razredov (generalizacija). Če je učenje uspešno, 

potem lahko stroj po končanem učenju pravilno razvrsti tudi fotografije ljudi, ki jih med učenjem 

še ni »videl«. V praksi se tovrstno učenje uporablja najpogosteje. 

 

2.3 Predstavitev znanja 

Znanje je lahko predstavljeno na mnogo različnih načinov, od katerih ima vsak svoje prednosti 

in pomanjkljivosti. Tukaj se z različnimi oblikami predstavitve znanja samo površno seznanjamo, da 

dobimo občutek, na kakšne načine je znanje lahko zapisano. Najbolj pogoste predstavitve so: 

• Slikovna predstavitev: Eden najbolj znanih in preprostih slikovnih prikazov znanja je 

odločitveno drevo. Odločitveno drevo na Sliki 1 nam lahko služi kot pomoč pri odločanju, ali 

bomo šli na sprehod v odvisnosti od vremenskih razmer. Razen odločitvenega drevesa obstajajo 

še številni drugi grafikoni, ki jih bomo spoznavali sproti, ko se bo pojavila potreba za to. 
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• Predstavitev s tabelo: Tabela je splošno znan zapis podatkov, ki se uporablja tudi v številnih 

drugih strokah. Primer zapisa učnih podatkov je podan v Tabeli 1.  

  

vreme 

 
oblačno 

da 

Slika 1: Odločitveno drevo za odhod na sprehod 

sončno deževno 

veter 

močan zmeren 

ne da 

ne 
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•  

Tabela 1: Primer zapisa učnih podatkov s tabelo 

outlook temperature humidity windy play 

sunny 85 85 FALSE no 

sunny 80 90 TRUE no 

overcast 83 86 FALSE yes 

rainy 70 96 FALSE yes 

rainy 68 80 FALSE yes 

rainy 65 70 TRUE no 

overcast 64 65 TRUE yes 

sunny 72 95 FALSE no 

sunny 69 70 FALSE yes 

rainy 75 80 FALSE yes 

sunny 75 70 TRUE yes 

overcast 72 90 TRUE yes 

overcast 81 75 FALSE yes 

rainy 71 91 TRUE no 

Vsaka vrstica tabele opisuje en učni vzorec, v stolpcih pa so opisani posamezni atributi oziroma 

lastnosti učnih vzorcev. Podatki v Tabeli 1 govorijo o odločanju, ali bo potekala športna aktivnost na 

prostem (atribut play), glede na podane okoliščine (atributi outlook, temperature, humidity 

in windy).  

 

• Predstavitev s pravili: To je opis znanja z besedami. Običajno vsebuje množico besednih zvez: 

če, potem, sicer… Na primer: Če je vreme oblačno, potem bo potekala športna aktivnost na 

prostem. 
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3 SPLOŠNO O INTELIGENTNIH SISTEMIH 

 

Inteligentni sistemi so stroji oziroma naprave, ki »jih lahko učimo« oziroma »se lahko učijo«. 

Največkrat so to elektronske naprave, ki so lahko izdelane posebej za učenje (na primer namenski 

čip) [16, 17], ali pa običajni računalniki, ki vsebuje simulacijski program (na primer WEKA, MatLab, 

TensorFlow, Keras …). Uspešen inteligentni sistem daje pravilne odgovore tudi na nova vprašanja, 

ki jih pred tem še ni srečeval. Obstaja veliko število različnih vrst inteligentnih sistemov, izmed 

katerih bomo v nadaljevanju spoznali le nekaj pomembnejših. 

 

3.1 Odločitveno drevo 

Odločitveno drevo (angleško Decision Tree, DT) je graf, ki nam služi kot navodilo za 

odločanje. Graf odločitev se veji in je zato po videzu podoben drevesu ter je zato tudi dobil ime 

»odločitveno drevo«. Prvič smo ga srečali že v naslovu Predstavitev znanja, kjer je služilo za 

odločanje o tem, ali gremo na sprehod. Narišemo ga tako, da v množici znanih primerov poiščemo 

splošno veljavna pravila. Ko je drevo narisano, je odločanje z njim tako preprosto, da računalnik ni 

več potreben. Posamezne odločitve temeljijo na vrednosti vhodnih podatkov. V omenjenem primeru 

sprehoda so to podatki o temperaturi, vetru, vlagi in oblačnosti in če so ti primerni, gremo na sprehod, 

sicer pa ne. Pri tovrstnem odločanju vršimo le primerjave, ki veljajo za eno najpreprostejših operacij. 

Ugotovitev, katere mejne vrednosti podatkov so primerne za neko odločitev, izluščimo iz učnih 

podatkov v fazi učenja. Učenje odločitvenega drevesa je razmeroma zahtevno in zamudno opravilo, 

zato ga običajno opravimo z računalnikom.  

 

3.2 Nevronska mreža 

Nevronska mreža (angleško Neural Network, NN) je naprava, ki je narejena po vzoru bioloških 

možganov. Sestavljena je iz množice nevronov, preprostih gradnikov, ki so narejeni po vzoru 

bioloških nevronov. Podobno kot ljudje se tudi nevronska mreža pred uporabo najprej uči s pomočjo 

primerov. Ker se nevronska mreža uči samostojno, lahko njeno znanje preseže znanje ljudi oziroma 
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celotnega človeštva. Po končanem učenju se nevronska mreža uporablja po principu črne škatle, kar 

pomeni, da uporabniku ni treba ničesar vedeti o dogajanju znotraj nje. 

3.3 Genetsko in evolucijsko programiranje 

Genetsko programiranje (angleško Genetic programming, GP) in evolucijsko programiranje 

(angleško Evolutionary programming, EP) je učenje po vzoru naravne selekcije oziroma biološke 

evolucije. S križanjem lastnosti staršev in mutacijo dobimo novo generacijo primerkov – potomce, ki 

so podobni obema staršema in imajo hkrati nekaj izvirnih lastnosti. Med potomci se nato izvrši 

selekcija, kjer se izločijo najslabši primerki potomcev. S tem se slabe lastnosti ne prenašajo v 

naslednjo generacijo, zaradi česar ima vsaka naslednja generacija nekoliko boljše lastnosti od svojih 

staršev. Ena večjih težav pri tovrstnem učenju je izbira ustreznega kriterija za selekcijo. 

 

3.4 Mehka logika 

Mehka logika (angleško fuzzy logic) je nadgradnja običajne logike oziroma Boolove algebre. 

Razen stanj 0 (ne) in 1 (da) obravnava mehka logika tudi vmesne vrednosti. Osnovne logične 

operacije se še vedno imenujejo enako (IN, ALI in NE), le da so tukaj določene nekoliko drugače − novim okoliščinam primerno. Tipičen primer spremenljivke v mehki logiki je mlad. Vemo, da 

ljudje ne ostarimo v enem trenutku, ampak se to dogaja postopoma. V mehki logiki lahko 

spremenljivka mlad med drugim zavzame tudi vrednost 0,50, kar pomeni osebo srednjih let (Tabela 

2, Slika 2).  

 

Tabela 2: Primerjava običajne in mehke logike 

starost v letih mlad (običajna logika) mlad (mehka logika) 

10 1 1,00 

20 1 1,00 

30 1 0,75 

40 0 0,50 

50 0 0,25 

60 0 0,00 

70 0 0,00 
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3.5 Ostali inteligentni sistemi  

Inteligentne sisteme, ki smo jih pravkar spoznali (v naslovih od 3.1 do 3.4), bomo kasneje 

obravnavali podrobneje. Z inteligentnimi sistemi v naslovih od 3.5.1 do 3.5.4 pa se bomo samo 

seznanili. 

 

3.5.1 Induktivno logično programiranje 

Večina sodobnih programskih jezikov je postopkovnih (neinduktivnih) in je zato potreben 

programer, da določi postopek − katera opravila se bodo izvršila med izvajanjem programa in v 

kakšnem vrstnem redu si bodo sledila. Pri induktivnem logičnem programiranju (angleško Inductive 

Logic Programming, ILP) programer vnese v računalnik le učne podatke in pravila, računalnik pa 

nato sam najde postopek, kako uporabiti pravila, da pride do pravilne rešitve. Beseda »induktivno« v 

nazivu pove, da iščemo splošna pravila, ki so izluščena iz množice posameznih primerov. 

 

običajna logika 

mehka logika 

starost v letih 

mlad 

1 

0 

0 10 20 30 40 50 60 70 

0,5 

Slika 2: Funkcija pripadnosti za mehko spremenljivko mlad 
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3.5.2 Metoda podpornih vektorjev 

Podatke je najlažje razvrstiti v razrede (ločiti med seboj), kadar so ti linearno ločljivi. To 

pomeni, da je meja med različnimi podatki prazen prostor, ki je obdan z dvema premicama – rob 

(angleško margin). Metoda podpornih vektorjev (angleško Support Vector Machine, SVM) upošteva 

to dejstvo in izvirne učne vzorce pred razvrščanjem s pomočjo jedrnih funkcij (angleško kernel 

function) preslika iz dejanskega prostora v nekega drugega tako, da postanejo ti učni vzorci linearno 

ločljivi (Slika 3). Pri tem upošteva le tiste vzorce, ki so blizu odločitvene meje in jih poimenuje 

podporni vektorji. S preslikavo želimo pridobiti čim širši rob (angleško margin) oziroma prazen 

prostor med podatki različnih razredov. 

 

3.5.3 Bayesova mreža 

Bayesova mreža (angleško Bayesian network) je verjetnostni grafični model, ki omogoča 

razdelitev obsežnega, zapletenega problema na več manjših in preprostejših. Ena od bolj znanih 

Bayesovih mrež je skriti model Markova (angleško Hidden Markov Model, HMM). Slika 4 prikazuje 

primer vzročno-posledične povezave. Dež učinkuje na močenje trave na dva načina. Neposreden 

X 

Y 

Slika 3: Linearna ločljivost 

Bele krogi so ločeni od črnih z dvema premicama, 

med katerima je prazen prostor, ki se imenuje rob. 

rob 
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učinek je, ko pade dež na travo in jo navlaži. Drugi učinek dežja je posreden − škropilnica zaznava 

vlago tal in se po potrebi vklaplja, kar tudi navlaži travo. Omenjene povezave imajo svoje verjetnosti, 

ki jih ugotavljamo med učenjem inteligentnega sistema.  

 

 

 

3.5.4 Asociativna analiza 

Asociativna analiza (angleško Association Rules) je metoda za ugotavljanje povezanosti med 

atributi učnih vzorcev. Pri klasičnem strojnem učenju iščemo povezavo med vhodnimi podatki in 

izhodnim podatkom. Pri asociativni analizi je postopek enak, edina razlika je ta, da iščemo 

medsebojno povezanost med vhodnimi podatki. Na primer: trgovci radi preučujejo navade kupcev, 

pri čemer so vhodni podatki artikli, ki jih kupujemo kupci, izhodni podatek pa zaslužek trgovca. Z 

asociativno analizo lahko v tem primeru ugotavljajo, kakšne navade imamo kupci, oziroma katere 

artikle običajno kupujemo skupaj. Tipičen rezultat takšne analize bi se lahko glasil: »Kdor kupi oglje 

in zrezke, običajno kupi tudi pivo.« 

  

Škropilnica 

Dež 

Mokra trava 

Slika 4: Preprost primer Bayesove mreže 

30% 

70% 

100% 
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4 UČNI PODATKI 

 

Inteligentni sistem se uporablja tako, da najprej pridobimo učne podatke, z njimi učimo (se z 

njimi uči) inteligentni sistem in na koncu naučen inteligentni sistem uporabljamo kot podporo pri 

odločanju (Slika 5). Po potrebi se lahko tudi vračamo na predhodno fazo, če rezultati niso zadovoljivi. 

 

 

 

Iz tega lahko sklepamo, da je za uspešno učenje potrebno dvoje −  dobri učni podatki in dobro 

naučen IS. V tem poglavju se bomo ukvarjali s pridobivanjem in pripravo učnih podatkov. Mnogi 

začetniki na področju strojnega učenja se sprva ne zavedajo, kako pomembno in zahtevno opravilo 

je pridobivanje učnih podatkov in katere težave so pri tem prisotne. Mislijo, da gre zgolj za vpis 

znanih podatkov v tabelo in pri tem ne pričakujejo težav. 

4.1 Pridobivanje učnih podatkov 

Prvi in zelo pomemben korak pri uporabi strojnega učenja je pridobivanje učnih podatkov. 

Podatke tvori množica posameznih primerkov, ki so opisani z vrednostmi vnaprej določenih 

atributov. V naslovu 2.5 smo se seznanili s tabelami in zapisali pravilo, da ena vrstica opisuje en učni 

vzorec, oziroma en primerek podatkov, v stolpcih pa so njihovi atributi. Če bi zapisovali podatke o 

študentih, bi na primer lahko bili njihovi atributi ime, naslov, starost in spol; vsak študent pa bi 

predstavljal en učni vzorec. Izbira atributov mora biti premišljena, saj usodno vpliva na rezultat 

učenja. Smiselno se je posvetovati z izvedenci na področju, kjer želimo izvajati strojno učenje. 

Zbiranje 

podatkov 
Učenje IS Uporaba IS 

Slika 5: Življenjski cikel IS 
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Premajhno število ali napačna izbira atributov namreč pomeni, da v podatkih nimamo dovolj 

potrebnih informacij in jih zato med učenjem ne bomo mogli izluščiti. Število atributov je lahko tudi 

preveliko, kar spet ni dobro, saj v poplavi podatkov težje najdemo ustrezno kombinacijo pravih. V 

nadaljevanju (naslov 4.2) bomo spoznali nekatere prijeme, ki nam omogočajo, da že pred pričetkom 

učenja izberemo prave atribute in po potrebi tudi nekoliko spremenimo njihove vrednosti. Temu 

postopku bomo rekli priprava oziroma predobdelava podatkov. 

Kar se tiče števila primerkov oziroma učnih vzorcev, velja naslednje pravilo: »Čim več jih 

imamo na razpolago, tem bolj natančna bo lahko naučenost inteligentnega sistema.« Nekateri pristopi 

strojnega učenja znajo med množico posameznih primerkov učnih vzorcev poiskati takšne, ki so bolj 

poučni, ostale, nekoristne pa izločiti. Pridobivanje učnih primerkov je pogosto povezano z različnimi 

težavami. Oglejmo si nekatere pobliže: 

 

1. Omejenost: Zbiranje podatkov je pogosto povezano z različnimi omejitvami. V 

resničnem življenju smo vedno finančno in časovno omejeni. Podobno težavo 

povzročajo podatki, ki so povezani z redkimi dogodki, kot so na primer naravni pojavi. 

V takšnih in podobnih primerih smo se primorani zadovoljiti s skromnim številom 

razpoložljivih učnih primerkov, ki jih je pogosto mnogo manj, kot bi si želeli. 

Rezultate takšnega učenja uporabljamo nekoliko bolj previdno (s kančkom dvoma) in 

se tako skušamo izogniti morebitnim presenečenjem. 

2. Etika: Kadar se podatki nanašajo na ljudi, moramo upoštevati tudi etični vidik, saj jim 

lahko zloraba zbranih podatkov povzroči škodo. Organizacije, ki se ukvarjajo s 

pridobitveno dejavnostjo, običajno preučujejo osebne podatke z namenom, da bi vršile 

diskriminacijo. Na primer: trgovce zanima, komu bodo dali popust, bankirje − komu 

bodo dali kredit, delodajalce pa − koga bodo zaposlili, da bodo zaslužili čim več. Pri 

zbiranju osebnih podatkov moramo upoštevati veljavne predpise in kasneje podatke 

dejansko uporabljati le za tisti namen, za katerega smo pridobili dovoljenje, ter podatke 

varovati pred nepoklicanimi osebami. Smiselno je, da osebne podatke v zbirkah 

šifriramo. Pri tem se moramo zavedati, da je možno iz šifer pogosto odkriti identiteto 

oseb, na primer: ko v manjšem podjetju opravljamo anketo in so med atributi tudi spol, 

starost in izobrazba. Kdor zaposlene pozna, bo lahko na podlagi teh podatkov ugotovil, 
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komu pripada posamezna šifra. Meja med etičnim in neetičnim je včasih zamegljena. 

Trgovec na primer z analizo navad svojih kupcev ugotovi, da je pri nakupu pogosta 

kombinacija piva in čipsa. Posledično lahko trgovec kupcu olajša nakup in omenjena 

proizvoda postavi blizu skupaj, ali pa trgovec sledi svojemu interesu in proizvoda 

postavi zelo daleč narazen, da si bo kupec primoran ogledati še čim več drugih 

proizvodov, da bi morda katerega od njih položil v nakupovalno košarico. 

4.2 Priprava podatkov 

Tukaj velja ljudska modrost: »Kakor si boš postlal, tako boš spal.« Le dobro pripravljeni 

podatki omogočajo učenje brez zapletov in dobro naučenost inteligentnega sistema. Priprava 

podatkov je zelo pomembno opravilo, čeprav na prvi pogled morda ni videti tako. Češ, kakšna 

umetnost pa je to, da zapišemo znane podatke v tabelo, saj to zna vsakdo. Govorili smo že o težavah 

s pridobivanjem podatkov (omejenost, etika ...). Ko so podatki že pridobljeni, težave z njimi še vedno 

niso zaključene. Poglejmo si nekaj tipičnih težav, ki jih je dobro odpraviti ali vsaj omiliti, še preden 

se prične (pričnemo) strojno učenje inteligentnega sistema: 

• Redki podatki – včasih učni vzorci vsebujejo množico atributov z vrednostjo nič. Na primer: 

v trgovini imajo množico proizvodov, v nakupovalni košarici nekega posameznega kupca pa 

se znajdejo le redki med njimi. Če bi zapisovali, koliko primerkov posameznega artikla je kdo 

kupil, bi v podatkovni zbirki prevladovale ničle, zapis podatkov pa bi bil zelo obsežen. 

Obstajajo različni načini, kako se lahko tej težavi izognemo. Kasneje v naslovu 4.4 bomo pri 

obravnavali datotečnega zapisa ARFF, kjer bom spoznali enega od teh trikov. 

• Pokvarjeni podatki – pri zbiranju podatkov iz različnih vzrokov prihaja do napak. Razlog za 

te napake je lahko površnost, okvara merilnika, pa tudi goljufanje je včasih prisotno pri 

podajanju podatkov. Če napak v učnih vzorcih ne najdemo in ne odpravimo, nam to lahko  

oteži učenje − podaljša se čas učenja, inteligentni sistem postane bolj obsežen in kar je najhuje, 

njegovo znanje je zaradi tega slabše. Iskanje napak v podatkih je lahko zelo naporno opravilo. 

Včasih napačni podatki izstopajo in jih zato lažje najdemo. Pri iskanju napak je lahko 

dobrodošla pomoč ekspertov. 

• Manjkajoči podatki – kadar imamo majhno število učnih vzorcev, je vsak vzorec dragocen 

in ga nočemo zavreči. Tudi učni vzorci, ki jim manjka  kakšen izmed podatkov, so lahko 

uporabni. Nekaterih inteligentnih sistemov manjkajoči podatki ne motijo, pri ostalih sistemih 
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pa manjkajoč podatek lahko izračunamo (interpoliramo). Seveda je tako dobljena vrednost le 

približek prave vrednosti manjkajočega atributa.   

• Normalizacija podatkov – iz več razlogov je koristno podatke pred uporabo normalizirati, 

jih narediti bolj enakovredne. Na primer: pri prepoznavanju rokopisa so črke različnih piscev 

različno velike. Preden rokopis posredujemo inteligentnemu sistemu, lahko velikost črk 

izenačimo in s tem olajšamo prepoznavanje in povečamo njegovo natančnost. Podobno velja 

tudi za debelino črte in položaj črke. 

• Informativnost atributov – izkaže se, da so nekateri atributi bolj informativni, oziroma 

prispevajo več k ugotavljanju rezultata, drugi atributi pa manj ali celo nič. Recimo, da sta na 

voljo atributa višina osebe in barva oči ter iz njiju želimo ugotoviti maso pripadajoče osebe. 

Iz vsakodnevnih izkušenj vemo, da je višina povezana z maso, barva oči pa ne. Na podlagi te 

ugotovitve lahko barvo oči že pred učenjem izločimo. Kadar nimamo dovolj izkušenj, lahko 

informativnost atributa izračunamo. 

   

4.3 Vrste učnih podatkov 

Na vhod inteligentnega sistema bomo dajali podatke, ki jih bo sistem obdelal in rezultat poslal 

na izhod. Omenjeni podatki so lahko zelo raznoliki. Za naše potrebe jih bomo razdelili v dve skupini: 

na zvezne in naštevne podatke. 

 

• Zvezni podatki: V naravoslovju beseda zvezno pomeni nepretrgano, torej lahko takšen 

podatek zavzame katerokoli vrednost med neko minimalno in maksimalno vrednostjo. Vseh 

možnih vrednosti je pri zveznih podatkih neskončno mnogo. V naravi najdemo veliko 

tovrstnih podatkov: masa, hitrost, dolžina ...   

• Naštevni podatki: So nasprotje zveznih podatkov in kot pove že njihovo ime, jih lahko 

naštejemo, oziroma jih je končno mnogo. Primer naštevnih podatkov so družinski člani, 

osnovne barve, vsi atributi, kjer je možen odgovor da ali ne ... Naštevni podatki se še naprej 

delijo na urejene in neurejene. Urejene naštevne podatke lahko razvrstimo po velikosti in nato 

ugotavljamo, ali je nekaj večje oziroma manjše. Neurejenih naštevnih podatkov ne moremo 

razvrstiti po velikosti, zato lahko pri njih ugotavljamo le enakost. Poglejmo primera: Barva 

− barva nogavic je lahko enaka ali različna kot barva majice in ne moremo reči, da je večja 
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ali manjša. Barve so torej neurejen naštevni tip. Temperatura − temperaturne pojme mrzlo, 

toplo in vroče lahko razvrstimo po velikosti in nato ugotavljamo, kaj je večje. Če je v Sibiriji 

mrzlo in v Afriki vroče, lahko trdimo, da je temperatura v Afriki višja kot v Sibiriji. Torej je 

temperatura urejen naštevni tip. Poseben primer naštevnih podatkov je besedilo.  

 

Včasih bomo po potrebi kak podatek pretvorili iz zveznega v naštevnega. Pravkar smo 

obravnavali temperaturo kot primer naštevne vrste podatka, čeprav se običajno podaja s številom (na 

primer 20 stopinj Celzija) in je torej v resnici zvezni podatek. Zaradi poenostavitve problema jo lahko 

pretvorimo v naštevni tip. To pretvorbo opravimo tako, da se najprej določijo mejne vrednosti, nato 

pa dobljena temperaturna področja poimenujemo. Na primer:  

 

Za mejni vrednosti temperature določimo 15 in 25 stopinj Celzija.  

Temperaturno področje s temperaturo manjšo od 15 stopinj Celzija poimenujemo »mrzlo«. 

Temperaturno področje s temperaturo višjo od 25 stopinj Celzija poimenujemo »vroče«. 

Vmesno temperaturno področje poimenujemo »toplo«. 

 

Tako smo neskončno množico števil nadomestili z le tremi naštevnimi vrednostmi, s tem pa smo žal 

nekoliko izgubili pri natančnosti podatkov. Pretvorba v obratni smeri ni možna. Izbira mejnih 

vrednosti vpliva na kvaliteto učenja, zato to opravimo s preudarkom.    

 

4.4 ARFF oblika zapisa podatkov 

Za strojno učenje so neobhodni učni podatki. Za računalniško obdelavo jih bomo zapisovali v 

besedilne datoteke, za kar lahko uporabimo katerikoli urejevalnik besedil (beležnica, gedit ...). 

Datoteka s podatki mora vsebovati le neoblikovano besedilo in mora imeti ustrezno končnico imena. 

Obstaja več oblik zapisa podatkov, mi se bomo osredotočili na atributno relacijski datotečni zapis 

(angleško: Attribute-Relation File Format, ARFF). Oglejmo si primer takega zapisa: 

 

%Vremenski učni podatki 

@relation weather_numeric 
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@attribute outlook {sunny, overcast, rainy} 

@attribute temperature numeric 

@attribute humidity numeric 

@attribute windy {TRUE, FALSE} 

@attribute play {yes, no} 

 

@data 

sunny,    85, 85, FALSE, no 

sunny,    80, 90, TRUE,  no 

overcast, 83, 86, FALSE, yes 

rainy,    70, 96, FALSE, yes 

rainy,    68, 80, FALSE, yes 

rainy,    65, 70, TRUE,  no 

overcast, 64, 65, TRUE,  yes 

sunny,    72, 95, FALSE, no 

sunny,    69, 70, FALSE, yes 

rainy,    75, 80, FALSE, yes 

sunny,    75, 70, TRUE,  yes 

overcast, 72, 90, TRUE,  yes 

overcast, 81, 75, FALSE, yes 

rainy,    71, 91, TRUE,  no 

 

Vsaka vrstica, ki se začenja z znakom %, ima vlogo komentarja, ki je namenjen izključno ljudem, 

saj računalnik pri obravnavi te vrstice namenoma preskoči. Vsebina in število vrstic s komentarjem 

ter njihov položaj so poljubni in tudi če jih izbrišemo, to ne vpliva na potek strojnega učenja 

oziroma delovanje inteligentnega sistema. 

Nekatere vrstice se začenjajo z znakom @, ki mu sledi rezervirana beseda relation, attribute 

ali data. Rezervirane besede so angleške, imajo že vnaprej določen pomen in jih ne smemo 

uporabljati za druge namene, kot so na primer imena atributov ali naštevnih tipov.  Z rezervirano 

besedo relation poimenujemo zbirko učnih podatkov. Ime je poljubno, lahko je tudi slovensko, 

in ga izberemo sami: 

 

     @relation <ime zbirke učnih podatkov> 
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Znakov »<« in »>«v datoteko ARFF ne pišemo. Zapisana sta le tukaj v splošnem opisu in nam 

sporočata, da je na tem mestu potrebno vstaviti ime, ki ga izberemo sami. V obravnavanem primeru 

je ime zbirke podano tako: 

 

@relation weather_numeric 

 

Imena se vedno začenjajo z angleško črko, ki ji sledi kombinacija angleških črk, desetiških števk in 

še nekaterih drugih znakov, kot je na primer »_«. Presledek v imenu nikakor ni dovoljen, velikost 

črk pa ni pomembna. Črkam č, ž in š se izogibamo, ker povzročajo težave.  

Imenu podatkovne zbirke sledi nekaj vrstic z rezervirano besedo attribute, kjer so opisani 

posamezni atributi, ki so uporabljeni v podatkovni zbirki. 

 

          @attribute <ime atributa> <vrsta atributa> 

 

Rezervirani besedi attribute sledi ime atributa, nato na koncu še njegova vrsta. Imena atributov  

izberemo sami. Smiselno je uporabljati opisna, zgovorna imena atributov tako, da bo iz imena 

razvidno, kakšen podatek vsebuje posamezen atribut. Pri tem se moramo izogibati rezerviranim 

besedam. Za vrsto podatkov se uporabljajo naslednje rezervirane besede:  

 

String   za besedilo, 

date          za  datum, 

numeric  za število.  

 

Pri naštevni vrsti podatkov uporabljamo zavite oklepaje {} in v njih naštejemo vse dovoljene 

vrednosti. Na primer: 

 

@attribute play {yes, no} 

 

To pomeni, da atribut play  lahko vsebuje le vrednost yes ali no. V obravnavani vremenski zbirki 

podatkov ima vsak učni podatek pet atributov (outlook, temperature, humidity, 

windy in play). Z zadnjo vrstico @attribute se zaključi glava datoteke  ARFF. 
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Glavi sledi drugi del datoteke, ki se začenja z rezervirano besedo @data. V tem delu datoteke 

so zapisani vzorci učnih podatkov − v vsaki vrstici je opisan eden in vsebuje toliko podatkov, kot je 

atributov. V našem primeru vsak vzorec vsebuje torej pet podatkov. Prvi štirje podatki so vhodni, 

zadnji, peti podatek pa predstavlja pričakovan rezultat oziroma želeno izhodno vrednost. Vrednosti 

podatkov besedilne vrste so zapisane med dvojnimi narekovaji. 

Spoznali smo že pojem redki podatki. V njih prevladujejo ničle. V takšnih razmerah je smiselno 

uporabiti posebno obliko zapisa namesto običajne oblike zapisa: 

  

 @data 

 0, 0, 0, 0, 0, 0, X, 0, Y, "class A" 

 0, 0, 0, 0, 0, 0, 0, W, 0, "class B" 

    

V tem primeru raje uporabimo krajši zapis: 

 

  

 @data 

 {6 X, 8 Y, 9 "class A"} 

 {7 W, 9 "class B"} 

 

Zapis v zavitem oklepaju vsebuje le podatke, ki so različni od  nič. Oznaka »6 X« v prvem zavitem 

oklepaju pomeni, da je vrednost šestega atributa enaka X, pri čemer se štetje atributov začne s 

številom nič. Med zaporednim številom atributa in njegovo vrednostjo (na primer med 6 in X) je 

obvezno presledek.  

Lahko se tudi zgodi, da vrednosti katerega od atributov ni mogoče pridobiti in ostane njegova 

vrednost neznana. Na njenem mestu ne smemo napisati presledka ali ničle temveč vprašaj:  

 

 

 

%Seznam mojih simpatij 

@relation simpatije 

 

@attribute ime      string 

@attribute starost  numeric 
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@attribute telefon  numeric 

@attribute stan     {samska, zasedena} 

 

 

@data 

"Genovefa"  ,   85,          ?,  samska 

"Gvendolina",    ?,  045123123,  ? 

 

Na koncu vrstic v datoteki ARFF ni nobenega ločila, kakor je to pravilo pri nekaterih drugih opisnih 

jezikih. 
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5 UČENJE INTELIGENTNEGA SISTEMA 

 

Ko so učni podatki zbrani, pripravljeni in zapisani v ustrezni obliki, se lahko prične učenje 

inteligentnega sistema. Od tega, kako dobro je bilo izvedeno učenje, je v največji meri odvisno, kako 

dobre odgovore nam bo dajal inteligentni sistem. Za dobro učenje potrebujemo dobre učne podatke 

in tudi ustrezen inteligentni sistem. Podobno velja tudi pri ljudeh − nadarjen učenec, ki uporablja 

dober učbenik, se nauči več in hitreje kot ostali. V nadaljevanju tega poglavja se bomo najprej 

seznanili s konceptom učenja, nato pa še s principom učenja.   

 

5.1 Učni koncept  

Učni koncept v preprostem jeziku pomeni, kaj bom počeli z učnimi podatki, ki so podani v 

podatkovni zbirki, in kaj želimo s tem doseči. Med strojnim učenjem inteligentni sistem preučuje 

učne vzorce in pri tem ugotavlja, kakšne splošne zakonitosti veljajo zanje. Velja namreč pravilo: če 

v učnih podatkih najdemo splošne zakonitosti, potem lahko inteligentni sistem pravilno 

odgovarja tudi na nova vprašanja, ki med učenjem še niso bila prisotna. Temu rečemo 

generalizacija znanja. Pri ljudeh se to imenuje učenje z razumevanjem, kjer nas, za razliko od učenja 

na pamet, nova vprašanja ne zbegajo. Pri strojnem učenju nas bo največkrat zanimalo, kako so med 

seboj vzročno posledično povezani posamezni atributi podatkovne zbirke. Na primer: kako vpliva 

atribut temperatura zraka (temperature) na atribut odločitve o igranju košarke na prostem (play). 

Ločimo štiri vrste učnih konceptov: 

 

1. Razvrščanje (angleško classification): Pri razvrščanju so znani vhodni atributi in iz njih 

ugotavljamo vrednost izhodnega atributa, ki je naštevne vrste. Na primer:  učni podatki na 

Sliki 6 imajo dva vhodna atributa: dolžino cvetnega lista (sepal lenght) in širino 

cvetnega lista (sepal width). Inteligentni sistem ugotavlja vrsto cvetlice, ki je lahko 

setosa ali versicolor. Odgovor inteligentnega sistema je odvisen od tega, na katerem 

bregu mejne črte se nahajajo vhodni podatki. Če so podatki cvetlice na strani z belimi krogi, 

potem cvetlica pripada vrsti setosa, sicer pa vrsti versicolor.  
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2.  Regresija (angleško regresion): Pri regresiji so znani vhodni atributi in iz njih ugotavljamo 

vrednost izhodnega atributa, ki je zvezne vrste. Vsi učni vzorci na sliki so enakovredni in so 

prikazani z enakim simbolom (na primer s polnim krogom). Rezultat regresije odčitamo na 

osi grafa. Oglejmo si primer ugotavljanja teže. Zanima nas, koliko tehta oseba, če poznamo 

njeno višino. Učni podatki na Sliki 7 (polni krogi) imajo en vhodni atribut – višino. Črtkana 

krivulja, ki nastane med učenjem, poteka po sredini med njimi. Pri poljubni višini lahko sedaj 

potegnemo navpičnico do črtkane krivulje. V presečišču narišemo še vodoravnico, ki nam 

napove maso osebe z izbrano višino.  

3. Povezanost (angleško association): S povezanostjo ugotavljamo, kako so med seboj povezani 

atributi. Na primer: zdravniki so ugotovili, da kadilci pogosteje obolevajo na pljučih. Torej 

lahko rečemo, da sta atributa kadilec in obolevnost pljuč povezana. Povezanost je zelo 

podobna regresiji, le da s povezanostjo ugotavljamo odnos med znanimi vhodnimi atributi. 

Če bi vsi kadilci zboleli na pljučih, bi bila povezanost enaka 1, če pa bi zbolevali enako kot 

nekadilci, pa bi bila povezanost 0. 

sepal lenght 

sepal width      setosa 

 

     versicolor 

1 

1 

Slika 6: Princip razvrščanja 
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4. Rojenje (angleško clustering): Pri rojenju podobne (bližnje) učne podatke, ki imajo enako 

želeno izhodno vrednost, združujemo v skupine, ki jim rečemo roji. Na primer: pri odločanju, 

ali bomo šli na sprehod na Sliki 13 lahko vidimo, da v je oblačnem vremenu (podobni vzorci) 

odločitev vedno enaka (Da). Ti učni vzorci tvorijo roj in jih lahko zato obravnavamo skupaj. 

Najpogosteje se uporabljata prva dva učna koncepta − razvrščanje in regresija. Tretji koncept 

− povezanost − je v bistvu poseben primer regresije. Pri četrtem konceptu – rojenju − pa gre za delni, 

vmesni rezultat razvrščanja. To je enak princip kot pri reševanju zapletenih nalog, ki jih razdelimo na 

več preprostih, ki jih nato obravnavamo ločeno. Nekateri avtorji omenjajo samo prva dva koncepta 

ali pa posameznih konceptov sploh ne omenjajo, ker je tudi razvrščanje lahko obravnavano kot 

posebna oblika regresije. 

 

h[m] 

m[kg] 

100 

1 

  50 

2 

Slika 7: Princip regresije 
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5.2 Princip učenja 

Princip v preprostem jeziku pomeni razlaga, kako nekaj deluje. Najpreprostejša oblika učenja 

je golo pomnjenje učnih podatkov, kar pomeni, da si inteligentni sistem med učenjem zapomni 

rezultate (izhodne vrednosti) za podane podatke (vhodne vrednosti). To pomeni, da damo na vhod 

naučenega inteligentnega sistema enega izmed učnih podatkov in na izhodu dobimo pričakovan 

odgovor, saj v nasprotnem primeru ne moremo trditi, da je inteligentni sistem (popolnoma) naučen. 

 

Naša pričakovanja so nekoliko večja, saj si golo pomnjenje še ne zasluži imena umetna 

inteligenca. Zanima nas, kakšen naj bo odgovor, kadar zastavljeno vprašanje ni enako nobenemu od 

učnih, oziroma kadar je zastavljeno novo vprašanje. Oglejmo si primer inteligentnega sistema, ki je 

temperatura 
(podatek, 
vprašanje) 

počutje 
(rezultat, 
odgovor) 

16 mrzlo 

18 mrzlo 

20 mrzlo 

22 toplo 

24 toplo 

26 toplo 

inteligentni 

sistem 

temperatura počutje 

Slika 8: Inteligentni sistem za ugotavljanje počutja 

roj mrzlo roj toplo 

16         18         20    21 22          24         26 temperatura 

mejna  
vrednost 
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opisan na Sliki 8 in služi za ugotavljanje počutja v odvisnosti od temperature. Na primer, da nas 

zanima počutje pri temperaturi 17,5. Direktnega odgovora na to vprašanje ni v tabeli in ga zato 

inteligentni sistem med učenjem tudi ni dobil. Kakšen odgovor bo dal v tem primeru, se mora 

inteligentni sistem odločiti sam. Ena od možnosti je ta, da med vhodnimi podatki poišče najbližjega 

in na izhod pošlje njegov rezultat. Temperaturi 17,5 je med učnimi vzorci  najbližja vrednost 18. Iz 

tega lahko inteligentni sistem sklepa naslednje: če je mrzlo pri temperaturi 18, bo verjetno mrzlo tudi 

pri 17,5. Namesto ene bi lahko inteligentni sistem poiskal dve bližnji temperaturi in se odločal tako: 

temperatura 17,5 se nahaja med  16 in 18, obe veljata kot mrzli, torej lahko sedaj z nekoliko večjo 

gotovostjo sklepamo, da je mrzlo tudi pri temperaturi 17,5. 

Morda omenjeni trik z iskanjem podobnih temperatur ne izgleda zapleteno, a vendar skriva v 

sebi bistvo znanosti o strojnem učenju. Učeno ime te metode je »K najbližjih sosedov« (angleško K 

Nearest Neighbors, KNN) in je razmeroma preprosta in priljubljena. Večina nadaljnje razprave o 

učenju inteligentnega sistema bo temeljila na razumevanju besede »bližnji«. Opisana primera 

odgovarjanja na novo vprašanje sta šele začetek zgodbe o raznolikih inteligentnih sistemih. Med 

učenjem je možnih še veliko drugih zapletov, kot so na primer: 

• kako naj se inteligentni sistem odloči, če temperatura znaša 21, 

• kako naj se inteligentni sistem odloči, če so vhodni podatki naštevnega tipa, 

• kako naj se inteligentni sistem odloči, če so vhodni podatki sestavljeni iz več atributov ... 

 

Odločanje oziroma iskanje najboljšega odgovora v pravkar omenjenih okoliščinah postane bolj 

zapleteno. Navkljub vsem navedenim zapletom je opisan princip delovanja inteligentnega sistema še 

vedno razmeroma preprost. Ker temelji na obravnavi posameznih učnih primerkov (angleško instance 

based learning), lahko ta učni princip, za razliko od ostalih,  preskoči fazo učenja, ki se imenuje 

iskanje splošnih pravil oziroma generalizacija. V obravnavanem primeru bi se splošno pravilo lahko 

glasilo: 

 

Pravilo: Če je temperatura večja kot 21, je toplo, sicer je mrzlo. 

 

Ker obravnavamo preprost primer, je tudi ugotavljanje pravila preprosto in zadostuje že uporaba 

»zdravega razuma«. A se iskanje pravil lahko hitro zaplete. Problemi iz resničnega sveta so običajno 

mnogodimenzionalni in nelinearni. Prepoznavanje predmeta na črno-beli fotografiji s tisoč 
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slikovnimi pikami je 1000-dimenzionalni problem, saj vsaka pika predstavlja en vhodni podatek. 

Vsaka slikovna pika barvne fotografije je sestavljena iz treh osnovnih barv (rdeča, modra, zelena) 

zato predstavlja barvna fotografija s tisoč slikovnimi pikami celo 3000-dimenzionalen problem. 

  

Preden se lotimo strojnega učenja, si zastavimo nekaj vprašanj, ki so povezana z njim: 

 

1. Ali so vsi učni vzorci enako pomembni? Zamislimo si, da v tabeli na Sliki 8 manjka 

ena od vrstic. Če bi manjkal učni vzorec z vrednostjo temperature 22, bi mejno 

temperaturo v pravilu določili drugače (22 namesto 21). Kaj pa, če bi manjkal učni 

vzorec na začetku ali koncu tabele? Takrat se mejna temperatura v pravilu ne spremeni. 

Pravkar smo ugotovili, da vsi učni vzorci ne vplivajo enako na rezultat učenja. Nekatere 

učne vzorce lahko izločimo, ne da to vpliva na kvaliteto učenja. Problem je v tem, da ni 

enostavnega postopka, kako že pred učenjem ugotoviti, katere vzorce lahko pogrešamo.   

2. Ali so vsi atributi učnih vzorcev enako pomembni? Zamislimo si inteligentni sistem, 

ki ugotavlja maso oseb. Pri tem je prav gotovo atribut višina osebe bolj pomemben kot 

atribut barva oči. Dogaja se celo, da posamezni atributi sploh nimajo vpliva na rezultat. 

Barva oči v omenjenem primeru je verjetno eden od njih. 

3. Ali je možno več učnih vzorcev združiti in jih obravnavati skupaj? Podatke v tabeli 

na Sliki 8 lahko združimo v dve skupini. V prvo skupino damo vzorce z rezultatom 

mrzlo, v drugo pa vzorce z rezultatom toplo. Takim skupinam rečemo roj ali grozd 

(angleško cluster). Običajno so resnični podatki sestavljeni iz več rojev. Za iskanje 

pravil (v našem primeru mejne temperature) niso potrebni podatki vseh vzorcev, ampak 

zadostujejo že vzorci na robu roja.  

4. Ali so vzorci, ki jim manjka kakšen izmed atributov, uporabni za učenje 

inteligentnih sistemov? V nadaljevanju bomo spoznali več različnih inteligentnih 

sistemov. Nekateri od njih med delovanjem uporabljajo hkrati le en atribut. Takšnih 

inteligentnih sistemov ne moti, če je med neuporabljenimi atributi tudi kakšen neznan. 

Nasprotno velja za inteligentne sisteme, ki hkrati uporabljajo vse atribute. Takšni 

inteligentni sistemi manjkajočih vrednosti ne dovoljujejo. To težavo lahko ublažimo 

tako, da za manjkajoče atribute izračunamo približek (interpolacija). Kadar imamo 
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veliko učnih vzorcev z manjkajočimi vrednostmi, je dobro, če izberemo inteligentni 

sistem, ki ga to ne moti. 

5. Ali je pomemben razpored učnih vzorcev? Učni vzorci morajo pokrivati celotni 

vhodni prostor. Zamislimo si, da bi tabela na Sliki 8 vsebovala le učne vzorce s 

temperaturo 22 in več. V tem primeru bi poznali le tople učne vzorce, mrzlih pa ne in v 

takšnih razmerah ne bi mogli določiti meje med obema rojema. 

6. Ali je možno učne podatke pred učenjem izboljšati? Še preden se začne učenje 

inteligentnega sistema, lahko učne podatke pripravimo tako, da bo učenje potekalo bolje 

in hitreje. Recimo, da inteligentni sistem iz zvočnega zapisa ugotavlja, katera črka je 

bila izgovorjena. Prav je, če vsem zvočnim zapisom izenačimo glasnost, če vsem 

napisanim črkam izenačimo velikosti in položaj ... Včasih je tudi možno iz podatkov 

bolj ali manj uspešno izločiti šum. V podatkih poiščemo izstopajoče in preverimo, ali 

so točni, saj so izstopajoči podatki neredko plod napak pri zbiranju podatkov, ki kasneje 

zelo motijo  učenje. 

5.3 Vrednotenje znanja 

Podobno kot ljudje so tudi inteligentni sistemi pri učenju lahko različno uspešni. Rezultat učenja 

je lahko različen, od popolnoma neuporabnega pa vse do boljšega, kot ga zmore celo človeštvo. Po 

končanem učenju nas seveda zanima, kako uspešni smo bili. To ugotovimo s pomočjo  kazalnikov 

naučenosti - številskih ocen, ki nam povedo, kako dobro je naučen inteligentni sistem. Naučenost je 

tem boljša, čim manjša je napaka, ki jo stori inteligentni sistem med svojim delovanjem. 

5.3.1  Napaka pri regresiji 

Vsak učni vzorec, ki ga pripeljemo na vhod inteligentnega sistema, povzroči neko izhodno 

vrednost, ki običajno nekoliko odstopa od želene vrednosti. Razliko med izhodno in želeno vrednostjo 

imenujemo napaka in je podana z enačbo 1: 

 

 

 �� = �� − �� 
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e = napaka (error) 

o = izhodna vrednost (output) 

t = želena vrednost (target) 

i = zaporedna številka učnega vzorca 

 

(enačba 1) 

 Pri vrednotenju inteligentnega sistema moramo upoštevati napake vseh učnih vzorcev. 

Najpreprostejši kazalnik naučenosti je povprečna vrednost napake �̅, ki je podana z enačbo 2: 

 

�̅ = 1
 � ��
�

�
�  

          i  = zaporedna številka učnega vzorca 

         N = število učnih vzorcev 

 

(enačba 2) 

Tak kazalnik ima zelo veliko pomanjkljivost, saj dopušča, da je �̅ enak nič kljub zelo velikim 

posamičnim napakam, saj so posamične napake lahko tudi negativne in se zato lahko pri 

medsebojnem seštevanju izničijo. Tako bi neupravičeno dobili dobro oceno za slab inteligentni 

sistem. To težavo odpravimo na tri načine: 

 

5.3.2  Srednja absolutna vrednost napake  

Namesto posamičnih napak �� uporabimo v enačbi 3 njihove absolutne vrednosti |��| : 
�̅��� = 1
 �|��|�

�
�  

 

        i = zaporedna številka učnega vzorca 

       N = število učnih vzorcev 

 

 

                               (enačba 3) 

 

Tako dobljen podatek nam pove, kako velika je povprečna učna napaka brez upoštevanja 

predznaka. Če so učni vzorci ustrezno izbrani (reprezentativni), bo napaka inteligentnega sistema 

med uporabo podobno velika, kot je bila med učenjem. 



 

37 

 

Na primer: inteligentni sistem napoveduje temperaturo zraka za naslednji dan. Če se je v 

minulih desetih letih običajno zmotil v napovedih za eno ali dve stopinji, se bo verjetno tudi danes 

zmotil za toliko. 

 

5.3.3  Največja napaka 

Ljudska modrost pravi, da je veriga močna samo toliko, kolikor je močan njen najšibkejši člen, 

zato pogosto želimo, da napaka inteligentnega sistema nikoli ne preseže neke vnaprej izbrane mejne 

vrednosti. V tem primeru je smiselno, da med vsemi posamičnimi učnimi napakami poiščemo 

največjo absolutno. 

 ���� = max�
�..��|��|� 

 

i = zaporedna številka učnega vzorca 

N = število učnih vzorcev 

 

 

                        (enačba 4) 

 

Če so učni vzorci reprezentativni, potem velja, da se pravi rezultat, ki ga dobimo med uporabo 

inteligentnega sistema, z veliko gotovostjo nahaja na intervalu med   �������� − ����  in   �������� + ����. Na primer: inteligentni sistem napoveduje temperaturo zraka za naslednji dan. Če 

se v minulih desetih letih nikoli ni zmotil v napovedi  za več kot 5 stopinj, se verjetno tudi danes ne 

bo zmotil za več kot toliko. 

 

5.3.4 Koren srednje kvadratne napake  

Pri korenu srednje kvadratne napake (angleško root mean square error, RMSE) namesto napak ��  uporabimo njihove kvadrate in jih po seštevanju korenimo, kakor je podano v enačbi 5: 

 

�!"#$ = %∑ ����'��
�
(
 

 

   (enačba 5) 
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    i = zaporedna številka učnega vzorca 

   N = število učnih vzorcev 

 

        

Kazalnik RMSE predstavlja vmesno različico med predhodnima dvema in se uporablja 

najpogosteje. Računa neke vrste srednjo vrednost napake, pri čemer nekoliko bolj upošteva velike 

posamične napake. 

Oglejmo si primer računanja napak. Dva krat je bila napovedana temperatura za naslednji dan. 

Napovedani temperaturi in njuni dejanski vrednosti sta podani v Tabeli 3. 

 

Tabela 3: Napovedovanje temperature 

Številka napovedi Napovedana temperatura Dejanska temperatura 

1 20 21 

2 22 17 

 

V podanem primeru napovedi posamezni napaki e znašata e1 = 21-20 = -1 in e2 = 17-22 = 5. 

Skupna napaka je potem:  

 �) = �' �1-5) = -2 �)��� = �' �1+5) = 3 ���� = 5 

�!"#$ = %�−1�' + 5'2( = %1 + 252( = √13(

≈ 3,6 

 

 

 

 

           (enačba 6) 

Iz primera v enačbi 6 je razvidno, da je �!"#$  po vrednosti vmes med �̅��� in ����. To je 

verjetno vzrok, da je koren srednje kvadratne napake najbolj pogosto uporabljan kazalnik 

naučenosti. 
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5.3.5 Napaka pri razvrščanju (matrika raztresenosti) 

Omenjeni kazalniki naučenosti za regresijo so temeljili na računanju, pri razvrščanju pa lahko 

dobimo kazalnik uspešnosti kar s preprostim preštevanjem pravilno in napačno prepoznanih 

predmetov. 

 

  Razvrščeni razred 

  A B C 

D
ej

an
sk

i r
ez

re
d 

A A kot A A kot B  A kot C  

B B kot A  B kot B B kot C  

C C kot A  C kot B  C kot C 

Slika 9: Matrika raztresenosti 

 

Rezultate preštevanja zapišemo v obliki matrike, ki jo imenujemo matrika raztresenosti 

(angleško confusion matrix) in je prikazana na Sliki 9. Na glavni diagonali (krepki tisk) so zapisane 

pravilne naučenosti, izven diagonale pa napačne. V optimalnih okoliščinah, ko inteligentni sistem 

pravilno prepozna vse vzorce, so izven glavne diagonale same ničle. Stopnja uspešnosti je določena 

z enačbo 7. 

 

1��234� �12�š3�1�6 = 2��76�362��76�36 + 3�2�č36  (enačba 7) 
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Primer matrike raztresenosti. Inteligentni sistem prepoznava med fotografijami oseb A, B in C. 

Vsaka izmed oseb je bila fotografirana 10-krat. Pri prepoznavanju je nastala naslednja matrika, ki je 

podana z enačbo 8. 

 

                        M = 97 2 11 8 11 0 9> 

 

(enačba 8) 

 

 

Iz matrike lahko ugotovimo, da je bila oseba A sedemkrat pravilno prepoznana, dvakrat jo je 

inteligentni sistem zamenjal z osebo B in enkrat s C. Vse tri osebe skupaj so bile pravilno prepoznane 

24-krat (7+8+9) in napačno 6-krat (2+1+1+1+1+0). Za to matriko velja stopnja uspešnosti, ki je 

podana z enačbo 9. 

 

 

1��234� �12�š3�1�6 = 7 + 8 + 9�7 + 8 + 9� + �2 + 1 + 1 + 1 + 1 + 0� 

= 2424 + 6 = 80% 

   

  (enačba 9) 

 

 

 

5.4 Prekomerno učenje 

Pri oceni uspešnosti učenja je treba upoštevati tudi dejstvo, ali za testiranje uporabljamo iste 

vzorce kot za učenje ali pa sveže, ki pri učenju niso sodelovali. Če je le možno, uporabimo za 

testiranje sveže vzorce. Izkustveno pravilo pravi, da je smiselno uporabiti dve tretjini razpoložljivih 

vzorcev za učenje, preostalo tretjino pa za testiranje. Podobno tudi učitelji v šoli običajno uporabijo 

za preverjanje znanja nekoliko drugačne primere, kot so jih uporabljali med poučevanjem. Če se 

izkaže, da je napaka pri testnih vzorcih večja kot pri učnih, govorimo o prekomernem učenju. 
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5.5 Generalizacija znanja 

Omenjali smo že pojem posploševanje ali generalizacija. O pravem znanju govorimo le, kadar 

pride med učenjem do posplošitve (generalizacije) znanja, ki omogoča smiselne oziroma pravilne 

odgovore tudi takrat, kadar se zastavljeno vprašanje nekoliko razlikuje od vse učnih vprašanj. 

Generalizacijo učenja preverjamo tako, da inteligentni sistem po končanem učenju testiramo s 

svežimi učnimi vzorci. Učenje je uspešno, če velja, da je testna napaka majhna in hkrati ni 

bistveno večja od učne.  Velika testna napaka pomeni nenaučenost, mala testna napaka, ki močno 

presega učno, pa pomeni prekomerno naučenost (angleško overfitting). 

 

5.6 Stroškovno učenje  

Napačne odločitve v življenju povzročijo stroške, zato se jim poskušamo izogniti. Cena 

stroškov se pri različnih napakah v splošnem razlikuje. Primer: zdravstveni inteligentni sistem podaja 

diagnozo bolezni. Če bolnega pacienta pomotoma prepozna kot zdravega, se ta ne bo zdravil, kar 

lahko ima hude posledice. Če inteligentni sistem pomotoma prepozna zdravega pacienta kot bolnega, 

se to ugotovi na dodatnem pregledu in je zato napaka tipa pomotoma bolan manj nevarna od napake 

pomotoma zdrav. Kazalnike naučenosti lahko s preprostim ukrepom prilagodimo tako, da ti 

upoštevajo tudi stroške napak. To naredimo tako, da stroškovno manj ugodne napake pomnožimo s 

količnikom stroškov KS (enačba 10). 

 

 

 

AB = 76š46 1���š�C36ž46 1���š�C 

 

   �� = ��� − ��� ∙ AB;     višji strošek 

   �� = �� − ��;                nižji strošek   

 

i = zaporedna številka učnega vzorca 

 

 

 

 

 

                      (enačba 10) 
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Zaradi te korekcije inteligentni sistem med učenjem napake z višjim stroškom zazna kot večje, kot 

bi jih sicer in jih zato bolj temeljito odpravlja. Mejna črta se zaradi tega prestavi, tako da se zmanjša 

število dražjih napak, žal pa se zaradi tega poveča število cenejših napak. V primeru na Sliki 10 se 

število tistih pacientov, ki so napačno prepoznani kot zdravi (nevarnejša napaka), zmanjša iz dveh 

na nič. Število pacientov, ki so napačno diagnosticirani kot bolni (manj nevarna napaka),  pa se 

poveča iz dveh na tri. Torej dobimo namesto dveh velikih in dveh malih napak le tri male. Tako 

nismo nobenega dejanskega bolnika pustili brez pomoči, trije pacienti (eden več) pa so jemali 

zdravila po nepotrebnem.  

 
 

Atribut A 

Atribut B 

     zdrav                    bolan 

1 

1 

Slika 10: Učenje z upoštevanjem stroškov 

Na levi strani slike je prikazan rezultat učenja brez upoštevanja 
stroškov, na desni pa z upoštevanjem. Mejna črta se pri stroškovnem 
učenju premakne nekoliko v desno, tako so vsi zdravi pacienti pravilno 
prepoznani. S tem se izognemo velikim stroškom (noben pacient ne 
umre), mali stroški pa se nekoliko povečajo (namesto dveh imamo tri 
paciente, ki po nepotrebnem jemljejo zdravila). 

Atribut A 

Atribut B 

Atr
 1 

1 
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5.7 Zgodnja zaustavitev učenja 

Zgodnja zaustavitev učenja se imenuje zvijača, s katero se lahko izognemo prekomernemu 

učenju pri tistih inteligentnih sistemih, ki se učijo v ponavljajočih postopkih (iterativno), kot je na 

primer metoda backpropagation. Pri iterativnih metodah izvajamo namreč testiranje naučenosti že 

vmes med učenjem. Običajno tega ne počnemo po vsaki iteraciji, ker bi to preveč upočasnilo učenje, 

ampak testiramo občasno, na primer vsakih 100 iteracij. Za testiranje po možnosti uporabimo sveže 

učne vzorce, ki med učenjem še niso sodelovali. Sprva, ko je inteligentni sistem še popolnoma 

nenaučen, sta učna in testna napaka podobni in upadata enako hitro (Slika 11). Kasneje, ko učenje že 

poteka nekaj časa, pa je možnih več različnih potekov učenja. V idealnih okoliščinah obe napaki 

postaneta manjši od največje dovoljene vrednosti. To pomeni, da je učenje uspešno zaključeno, 

oziroma da je inteligentni sistem zadovoljivo naučen in v tem primeru učenja ne bi bilo smiselno 

prekinjati. Kadar so učni podatki zahtevnejši, pa so med učenjem možni tudi zapleti, kjer je učenje 

smiselno prekiniti, še preden je učna napaka upadla pod želeno vrednost. To imenujemo zgodnja 

zaustavitev učenja. Takrat nadaljevanje učenja škoduje naučenosti inteligentnega  sistema oziroma 

poslabša njegovo delovanje. Vzrok tega pojava je prekomerno prilagajanje učnim vzorcem, ki se 

nahajajo blizu mejne črte. Ta pojav je še bolj očiten, kadar je v podatkih prisoten šum, ki povzroči, 

da mejna črta učnih in testnih podatkov ni popolnoma na istem položaju. 

 

Napaka 
Učna napaka 

Testna napaka 

Iteracije (čas) 

Prekinitev 
učenja 

Dopustna vrednost napake 

Slika 11: Zgodnja zaustavitev učenja 

Ko se krivulja testne napake (zelena črta) obrne navzgor, učenje 
prekinemo, čeprav je učna napaka (modra črtkana črta) še vedno 
večja od dopustne vrednosti (rdeča črta). 
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Če ugotovimo, da je testna napaka začela naraščati, je to znak, da je inteligentni sistem dosegel 

optimalno naučenost, da bi nadaljnje učenje napako le še povečevalo in je zato smiselno učenje v 

tistem trenutku prekiniti. 

5.8 Ansambelsko učenje 

Kadar se ljudje pred pomembno odločitvijo znajdemo v dvomih, si običajno pridobimo še 

mnenja drugih. Podobna zvijača je možna tudi pri strojnem učenju. Za napoved istega dogodka lahko 

uporabimo več različnih inteligentnih sistemov. Če večina inteligentnih sistemov predvidi enak 

oziroma podoben rezultat, potem lahko tej napovedi zaupamo nekoliko bolj, kot bi ji sicer. Skupen 

naziv za več inteligentnih sistemov, ki rešujejo isti problem, je ansambel, tovrstno učenje pa 

imenujemo ansambelsko učenje.  

Pogosto je zamudno že učenje enega samega inteligentnega sistema, sedaj pa jih imamo celo 

množico, kar seveda čas učenja zelo podaljša. Posledično se zastavlja vprašanje, ali bi si morda 

inteligentni sistemi breme ansambelskega učenja lahko nekako porazdelili med seboj. Ponujata se 

dve možnosti: 

a) Učne podatke razdelimo med inteligentne sisteme tako, da vsak uporablja le del učnih 

vzorcev (le izbrane vrstice učnih podatkov). 

b) Učne podatke razdelimo med inteligentne sisteme tako, da vsak uporablja le del atributov 

učnih vzorcev (le izbrane stolpce učnih podatkov). 

Inteligentne sisteme, ki med učenjem uporabljajo le del učnih podatkov, imenujemo »šibki učenci« 

(angleško weak learners). 

 Po zaključenem ansambelskem učenju se zastavlja vprašanje, kako iz številnih posameznih 

odgovorov dobiti končen odgovor. Pri ansambelski regresiji običajno dobimo končni rezultat kot 

povprečno vrednost posameznih rezultatov vseh šibkih učencev. Če je znana zanesljivost posameznih 

šibkih učencev, lahko izračunamo tudi uteženo povprečje in s tem točnost predvidenega rezultata še 

nekoliko dodatno izboljšamo. Pri ansambelskem razvrščanju se odločamo o končnem rezultatu z 

glasovanjem oziroma z ugotavljanjem, za katero odločitev se je odločilo največ šibkih učencev. V 

nadaljevanju tega poglavja si bomo ogledali nekaj značilnih ansambelskih učenj. 
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5.8.1 Boosting 

Tako se imenuje ansambelsko učenje, kjer razdelimo učne vzorce med šibke učence. Učni 

vzorci učencev so edinstveni, kar pomeni, da se ne ponavljajo pri ostalih učencih. Sprva uporabimo 

manjše število šibkih učencev. Ko pa ugotovimo, kateri učni vzorci povzročajo obstoječim učencem 

težave, dodajamo nove učence, ki nase prevzamejo problematične učne vzorce. Tako postopoma 

odpravimo večino napak. Število učencev pa tudi ne sme biti preveliko, saj to lahko privede do 

prekomernega učenja. Težava Boostinga je občasna polarizacija rezultata. To so razmere, ko daje ena 

polovica učencev nek enoten rezultat, druga polovica učencev pa nasprotnega. Pri ljudskem učenju 

bi to poimenovali, da so mnenja porazdeljena. 

5.8.2 Bagging 

Metoda je podobna Boosting-u. Znova razdelimo učne vzorce med šibke učence, vendar tokrat 

nekoliko drugače. Sedaj dobi vsak učenec nekaj edinstvenih učnih vzorcev, zraven pa še nekaj 

dvojnikov. Drugačen je tudi potek učenja, saj med učenjem več ne dodajamo novih učencev in ne 

odvzemamo učnih vzorcev obstoječim učencem. S tem nekoliko ublažimo prekomerno učenje in 

polarizacijo, znanje posameznih šibkih učencev pa nekoliko oslabimo. 

5.8.3 Naključni gozd 

Naključni gozd (angleško random forest) je naziv metode, ki se od prejšnjih dveh (Boosting in 

Bagging) razlikuje predvsem v tem, da so med šibkimi učenci razdeljeni atributi in ne več vzorci. Ta 

ansambelska metoda je dobila takšno ime, ker za šibke učence največkrat uporablja odločitvena 

drevesa. Namesto dreves pa lahko uporabimo tudi katerikoli drug inteligentni sistem. Podvajanje 

atributov je tukaj takorekoč nuja, saj je število atributov praviloma mnogo manjše od števila učnih 

vzorcev. Zaradi tega je metoda naključnega gozda bolj sorodna metodi Bagging kot Boosting.  
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6 OPIS IZBRANIH INTELIGENTNIH SISTEMOV 

 

Na začetku tretjega poglavja z naslovom »Splošno o inteligentnih sistemih« je bilo napovedano, 

da bomo nekatere inteligentne sisteme spoznali podrobneje. 

  

6.1 Odločitveno drevo 

Angleški naziv za odločitveno drevo je decision tree (DT). To je orodje, ki nam pomaga pri 

sprejemanju odločitev. Gre za risbo, ki po obliki zaradi svoje razvejanosti spominja na drevo. Ko je 

odločitveno drevo znano, je njegova uporaba preprosta in ne zahteva nobenih tehničnih pripomočkov. 

Slika 12 prikazuje odločitveno drevo, ki pomaga pri ugotavljanju počutja (primer, ki smo ga spoznali 

že v prejšnjem poglavju). 

 

 

 

Ugotovimo lahko, da je slika odločitvenega drevesa skladna s pravilom, ki velja za te podatke. 

Lahko bi rekli, da je odločitveno drevo slikovni prikaz pravil. Ko so pravila za obravnavane podatke 

najdena, je risanje odločitvenega drevesa preprosto, tako da je izgradnja odločitvenega drevesa  

pravzaprav ugotavljanje pravil. 

 

temperatura 

>21 ≤ 21 

mrzlo toplo 

Slika 12: Odločitveno drevo za ugotavljanje počutja 



 

48 

 

 

6.1.1 Ugotavljanje pravil (učenje) po metodi deli in vladaj 

Zahtevnost ugotavljanja pravil (učenja) je odvisna od zapletenosti učnih podatkov. Bolj kot so 

podatki zapleteni, bolj zahtevno je učenje odločitvenega drevesa. Obravnavana metoda učenja se 

imenuje deli in vladaj. Ime je dobila po izreku, s katerim so si pomagali že antični vladarji. Svoje  

težave so najprej razdelili na več manjših, ki so jih nato reševali posamično. Ta trik se s pridom 

uporablja v številnih algoritmih. Nam bo koristil pri strojnem učenju, ker uporaba enega samega 

pravila skoraj nikoli ne zadostuje za rešitev resničnih problemov. Zato bomo učne podatke najprej 

premišljeno razdelili na več delov in šele tam iskali pravila. To bomo ponavljali tako dolgo, dokler 

ne bo zadostovalo eno samo pravilo. Oglejmo si podroben opis metode deli in vladaj na primeru 

podatkov, ki jih na spletu najdemo pod imenom weather.nominal. Ta zbirka podatkov je med 

strokovnjaki uveljavljena in je med drugim priložena tudi programskemu orodju Weka. Njen zapis v 

obliki ARFF je naslednji: 

@relation weather.nominal 

@attribute outlook {sunny, overcast, rainy} 

@attribute temperature {hot, mild, cool} 

@attribute humidity {high, normal} 

@attribute windy {TRUE, FALSE} 

@attribute play {yes, no} 

 

@data 

sunny,hot,high,FALSE,no 

sunny,hot,high,TRUE,no 

overcast,hot,high,FALSE,yes 

rainy,mild,high,FALSE,yes 

rainy,cool,normal,FALSE,yes 

rainy,cool,normal,TRUE,no 

overcast,cool,normal,TRUE,yes 

sunny,mild,high,FALSE,no 

sunny,cool,normal,FALSE,yes 

rainy,mild,normal,FALSE,yes 

sunny,mild,normal,TRUE,yes 

overcast,mild,high,TRUE,yes 

overcast,hot,normal,FALSE,yes 

rainy,mild,high,TRUE,no 
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Med učenjem nas zanima, kako vrednosti posameznih atributov vplivajo na izid odločitve. Na 

Sliki 13 so prikazani štirje drevesni štori, diagrami iz katerih je razvidno, kako so porazdeljeni izidi 

odločanja (atribut play) za vsak posamezen vhodni atribut (outlook, temperature, humidity in windy). 

Opazimo lahko, da je porazdelitev (distribucija) v enem primeru homogena, saj so vse vrednosti v 

pravokotniku overcast v štoru outlook med seboj enake (samo yes).  

 

 

To pomeni, da je v oblačnem vremenu (outlook = overcast) določitev vedno »da« (yes), in to 

ne glede na vse ostale atribute. S tem smo našli prvo pravilo, ki velja za ta nabor učnih podatkov: 

 

Pravilo 1: Če je vreme oblačno, potem igra bo. 

 

yes 
yes 
no 
no 
no 

yes 
yes 
yes 
yes 
 

yes 
yes 
yes 
no 
no 

yes 
yes 
no 
no 

yes 
yes 
yes 
yes 
no 
no 

yes 
yes 
yes 
no 
no 

yes 
yes 
yes 
no 
no 
no 
no 
 

yes 
yes 
yes 
yes 
yes 
yes 
no 

yes 
yes 
yes 
yes 
yes 
yes 
no 
no 

yes 
yes 
yes 
no 
no 
no 
 

outlook temperature 

humidity windy 

rainy overcast sunny cool mild hot 

false normal high 
true 

Slika 13: Drevesni štori za vse štiri vhodne atribute 
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Drugi del pravila »če«, ki se začne z besedo »sicer«, pa tokrat ne pride v poštev, saj so izidi v 

neoblačnem (sončnem in deževnem) vremenu raznoliki in bodo za opis potrebna še dodatna pravila. 

Delček odločitvenega drevesa torej že lahko narišemo: 

 

 

Elipse na Sliki 14 se imenujejo vejitve drevesa, pravokotniki pa listi. Vse veje drevesa se vedno 

zaključijo z listi. Če bi sliko prezrcalili preko vodoravne osi, bi bila zelo podobna drevesu, kot to 

napoveduje že njeno ime. Ker grafikone ponavadi beremo v smeri od zgoraj navzdol, odločitvena 

drevesa običajno rišemo obrnjena navzdol, ki so zato bolj podobna koreninam kot pa steblu drevesa.  

Sedaj lahko tiste štiri vrstice, ki opisujejo oblačno vreme (overcast), izločimo iz nabora učnih 

podatkov, saj je »njihov« del drevesa že narisan in se posvetimo le preostanku učnih podatkov.  

 

sunny,    hot,  high,   FALSE, no 

sunny,    hot,  high,   TRUE,  no 

overcast, hot,  high,   FALSE, yes 

rainy,    mild, high,   FALSE, yes 

rainy,    cool, normal, FALSE, yes 

rainy,    cool, normal, TRUE,  no 

overcast, cool, normal, TRUE,  yes 

sunny,    mild, high,   FALSE, no 

sunny,    cool, normal, FALSE, yes 

rainy,    mild, normal, FALSE, yes 

sunny,    mild, normal, TRUE,  yes 

outlook 

 overcast 

yes 

Slika 14: Delno odločitveno drevo za igranje na prostem 

? 

sunny rainy 
 

? ? 
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overcast, mild, high,   TRUE,  yes 

overcast, hot,  normal, FALSE, yes 

rainy,    mild, high,   TRUE,  no 

 

 

Ostanek učnih vrstic, skladno s Sliko 14, razdelimo v preostali dve skupini sunny in rainy ter 

tako zaključimo z uporabo atributa outlook.  

  

Sunny: 

sunny,hot,high,FALSE,no 

sunny,hot,high,TRUE,no 

sunny,mild,high,FALSE,no 

sunny,cool,normal,FALSE,yes 

sunny,mild,normal,TRUE,yes 

 

 

Izkaže se, da je v sončnem vremenu najbolj uporaben štor za vlago, ki ga prikazuje Slika 15. Ker 

ima ta štor oba pravokotnika homogena, nastaneta iz njiju dva lista. 

 

 
 

Zelo podobne so razmere v deževnem vremenu.  

 

 

Rainy: 

 

no 
no 
no 

yes 
yes 

humidity 

normal high 

Slika 15: Drevesni štor za vlago v sončnem vremenu 
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rainy,mild,high,FALSE,yes 

rainy,cool,normal,FALSE,yes 

rainy,cool,normal,TRUE,no 

rainy,mild,normal,FALSE,yes 

rainy,mild,high,TRUE,no 

 

Homogene pravokotnike dobimo tukaj pri vetrovnosti. 

 

Ker je vsebina vseh novih pravokotnikov v novonastalih štorih homogena, dobimo le liste in 

nobene nove vejitve. Ko so vse vejitve zaključene z listi, je postopek načrtovanja drevesa zaključen. 

Če Slike 14, 15 in 16 združimo, dobimo celotno odločitveno drevo, ki je prikazano na Sliki 17. Tako 

dobljeno drevo ima minimalno število vejitev in listov, kar običajno pomeni dobro generalizacijo 

znanja. Kako to preverimo, smo spoznali v naslovu Vrednotenje znanja. V pravkar obravnavanem 

postopku smo dali prednost homogenim vejam štorov. Če bi se odločili drugače, bi dobili drugačno, 

večje drevo, ki pa se mora na koncu vseeno zaključiti z listi. 

 

6.1.2 Uporaba številskih (zveznih) podatkov 

Vsi atributi podatkov v obravnavanem primeru, vključno s temperaturo, so bili naštevni. Kaj 

pa, če bi bila vrednost temperature podana s številom, kakor je to običajno v vsakodnevnem življenju? 

V tem primeru moramo pred pričetkom učenja spremeniti številske podatke v naštevne, kakor smo to 

že obravnavali v naslovu Vrste učnih podatkov. 

yes 
yes 
yes 

no 
no 
 

windy 

false true 

Slika 16: Drevesni štor za veter v deževnem vremenu 
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6.1.3 Klestenje drevesa 

Rezultati pretvorbe podatkov (glej naslov 4.3 vrste učnih podatkov) so lahko različni. 

Razlikujejo se lahko v številu naštevnih vrednosti in v izbiri mejnih vrednosti. Temperaturo lahko na 

primer razdelimo na dva dela − mrzlo in toplo, na tri dele – mrzlo, mlačno in toplo ali še več delov. 

Tudi mejne temperature lahko izberemo poljubno. Meja med toplo in mrzlo temperaturo je lahko na 

primer pri 18 ali pa pri katerikoli drugi vrednosti. Oboje, število vrednosti in položaj mej, vpliva na 

zgradbo odločitvenega drevesa. Če se odločimo za manjše število naštevnih vrednosti, potem dobimo  

manjše odločitveno drevo in s tem tudi  manj natančne odločitve. Večje drevo torej pomeni večjo 

natančnost odločitev, vendar le do neke mere. Tudi  preveč naštevnih vrednosti povzroča težave, saj 

drevo postane večje, točnost odločitev pa se lahko celo poslabša. Torej obstaja optimalna velikost 

drevesa, ki pa je žal ni lahko najti. Če želimo drevo zmanjšati, lahko to dosežemo s postopkom, ki se 

imenuje klestenje. To pomeni, da odpravimo kakšno vejitev, ki se le redko uporablja. Recimo, da bi 

imeli  podatki štora za deževno vreme (outlook = rainy) v istem pravokotniku rezultat 4-krat yes in1-

krat no. V tem primeru bi lahko na eno oko zamižali in se obnašali, kot da je vseh pet rezultatov enako 

yes. Tako bi nastalo drevo, ki ga prikazuje Slika 18. Pri tistem učnem vzorcu, kjer smo »zamižali«, 

outlook 

 overcast 

yes 

Slika 17: Celotno odločitveno drevo za igranje na prostem 

sunny rainy 

windy 

false 

 humidity 

normal high 

yes yes no no 

true 
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nam bo drevo dalo napačen rezultat. Včasih se izkaže, da lahko klestenje drevesa vpliva tudi pozitivno 

na rezultat odločanja. To velja, kadar je »osamljena« vrednost, pri kateri smo »zamižali«, zašla v 

štorov pravotnik zaradi šuma ali kakšne druge napake v učnih podatkih in jo zato upravičeno 

ignoriramo. 

 

6.1.4 Zmožnosti odločitvenega drevesa 

Zanima nas, kaj zmore odločitveno drevo, v kakšnih okoliščinah je uporabno, oziroma kakšne 

odgovore nam lahko nudi. Rezultat odločitve je vedno eden od listov drevesa, ki jih je končno mnogo 

in vsak od njih vsebuje eno vrednost (v našem primeru vrednosti yes in no) in zato lahko odločitveno 

drevo vrši le razvrščanje, regresije pa žal ne zmore. Drevo ima še eno omejitev, ki je do sedaj nismo 

omenjali. Meje med področji (črtkane črte na Sliki 19) so vedno lahko pravokotne glede na osi 

vhodnega prostora (vodoravne ali navpične).  

outlook 

 overcast 

yes 

Slika 18: Odločitveno drevo za igranje igre na prostem po klestenju 

sunny rainy 

 humidity 

normal high 

yes 

yes 

no 
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Temu rečemo pravokotna omejenost in je lahko v nekaterih primerih odločanja zelo moteča. Vhodni 

prostor je graf, ki prikazuje lego učnih vzorcev. 

Slika 19: Dvodimenzionalni podatki 

Zgoraj je  prikazan vhodni prostor. 
Spodaj je prikazano odločitveno drevo. 

a 

b 

3 

2 

 

a 

a  > 3 

bel 

a < 3 

 

b 

b < 2 b > 2 

bel črn 



 

56 

 

Vsak vhodni atribut ima svojo os, vsak razred pa svojo barvo krožcev. Slika 19 torej prikazuje 

učne podatke z dvema atributoma (a in b), ki pripadajo dvema razredoma (beli in črni krožci). Ko 

smo se v naslovu Princip učenja seznanjali s strojnim učenjem, smo si zastavili šest vprašanj. 

Poglejmo, kako nanje odgovarjajo odločitvena drevesa: 

1. Ali so vsi učni vzorci enako pomembni? Ker nismo zaznali nobenih razlik med učnimi 

vzorci, s to metodo nismo mogli poiskati in izločiti jalovih vzorcev. 

2. Ali so vsi atributi učnih vzorcev enako pomembni oziroma informativni? Med 

učenjem z metodo deli in vladaj smo zaznali razliko med uporabnostjo posameznih 

atributov. Najpomembnejšega oziroma najbolj informativnega smo uporabili najprej. 

Ostali so sledili po svoji pomembnosti, nekaterih pa sploh nismo uporabili, saj so se 

izkazali kot povsem neinformativni. 

3. Ali je možno več učnih vzorcev združiti in jih obravnavati skupaj? Ves čas učenja 

smo uporabljali posamične učne vzorce, zato o skupni uporabi vzorcev pri odločitvenem 

drevesu ne moremo govoriti. 

4. Ali so vzorci, ki jim manjka vrednost posameznega atributa, uporabni za učenje? 

Med učenjem odločitvenih dreves (risanjem štorov) uporabljamo hkrati le en atribut, 

ostali atributi pa tisti trenutek niso pomembni. Posledica manjkajočega atributa je le 

manjši ustrezen štorov pravokotnik. Če nek atribut ni uporabljen niti v enem vejišču 

odločitvenega drevesa, ga potem ne bomo pogrešali niti med uporabo odločitvenega 

drevesa. 

5. Ali je pomemben vrstni red učnih vzorcev? Če premešamo vrstni red učnih podatkov, 

to na rezultat učenja ne vpliva, saj smo v štorih zgolj preštevali vrednosti rezultata (yes 

in no) in nas pri tem vrstni red ni zanimal. 

6. Ali je možno učne podatke pred učenjem izboljšati? Med učenjem nismo zaznali 

ničesar, kar bi nas opozarjalo na slabosti v učnih podatkih. 
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7 NEVRONSKA MREŽA 

 

7.1 Kaj je nevronska mreža  

Kljub naglemu tehnološkemu napredku sodobni računalnik še vedno potroši mnogo več 

energije in zaseda neprimerno večjo prostornino od primerljivo zmogljivih bioloških možganov. 

Znanstveniki so se zato odločili izdelati napravo, ki posnema biološke možgane. Ti so sestavljeni iz 

ogromnega števila medsebojno povezanih celic (Slika 20), ki se imenujejo nevroni. Pomembno vlogo 

pri delovanju možganov imajo sinapse – stične točke med nevroni. Nevroni si med seboj, preko 

sinaps, pošiljajo električne dražljaje. Značilnost sinaps je, da se med seboj razlikujejo po električni 

prevodnosti, ki se med učenjem spreminja. Torej je znanje, pridobljeno med učenjem, nakopičeno v 

sinapsah oziroma v njihovi prevodnosti. Če je vsota signalov, ki prispejo v posamezni nevron preko 

sinaps dovolj velika, pride do vžiga nevrona. To pomeni, da nevron pošlje na svoj izhod signal, ki se 

preko sinaps prenese naprej v ostale nevrone. Ta proces se v bioloških možganih dogaja od rojstva 

do smrti. Preučevanje zgradbe in delovanja bioloških možganov je zahtevno opravilo, za kar je več 

razlogov: 

 

• ogromno število nevronov in sinaps v možganih, 

• zapletena zgradba možganov (vzvratne sinapse), 

• naprave za opazovanje, ki ne poškodujejo možganov in ne vplivajo nanje, so zelo redke, 

drage in nenatančne. 

 

Do nedavnega je znanstvenikom uspelo ugotoviti le to, kateri centri tvorijo možgane ter kako 

so ti razporejeni in povezani med seboj. Do takšnih spoznanj smo večinoma prihajali na podlagi 

opazovanja ljudi in živali, ki so zaradi nesreče ali bolezni ostali brez posameznega dela možganov. 

Šele zadnjih nekaj let nam moderna tehnologija omogoča opazovanje živih možganov brez 

poškodovanja in vplivanja na njihovo delovanje. Možgani so zato, navkljub velikemu interesu 

znanosti, še vedno slabo raziskani, a je že opaziti pospešek tovrstnih raziskav. Eden večjih sodobnih 

dosežkov je prebiranje ljudskih misli v živem človeku v realnem času. Leta 2012 je stekla obsežna 

raziskava z imenom »Human Connectome Project«, najbolj obsežna in natančna raziskava ljudskih 

možganov do tedaj. Obljubljen rezultat te raziskave je kartografiranje celotnih možganov, do nivoja 
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posameznih nevronov in sinaps [3]. Kljub vsem naštetim težavam so znanstveniki uspeli izdelati 

napravo, ki posnema delovanje možganov, poimenovali so jo nevronska mreža (angleško Neural 

Network, NN). Kadar želimo poudariti, da gre za neživo napravo oziroma stroj, jo lahko  imenujemo 

tudi umetna nevronska mreža (angleško artificial neural network, ANN).  

 

7.2 Vrste nevronskih mrež 

Obstaja več različnih vrst nevronskih mrež, ki se med seboj razlikujejo po vrsti uporabljenih 

nevronov in po načinu povezav med nevroni. Seveda se posledično razlikujejo tudi lastnosti teh 

nevronskih mrež. Najbolj običajni nevroni uporabljajo linearno pragovno enoto (angleško linear 

treshold unit, LTU), kar pomeni, da vhodni prostor razmejijo linearno. V dvodimenzionalnem 

prostoru je linearna meja premica (črtkana črta na Sliki 22), v trodimenzionalnem ravnina, v štiri in 

v še več dimenzionalnem pa hiperavnina. Glede povezav pa se nevronske mreže delijo na takšne, ki 

imajo vse povezave usmerjene naprej (angleško feedforward NN, FFNN) in na takšne, ki imajo tudi 

povratne povezave (angleško recursive NN, RNN). Povratne povezave omogočijo pomnjenje 

vhodnih podatkov, žal pa tudi otežijo učenje nevronskih mrež in naše razumevanje njihovega 

delovanja. Zaradi tega se bomo tukaj omejili samo na obravnavo preprostih in uveljavljenih 

nevronskih mrež, ki vsebujejo le linearne nevrone in povezave, ki so usmerjene samo naprej (FFNN 

z LTU). 

Zanimiva je primerjava nevronskih mrež s klasičnim računalnikom. Nevronska mreža se 

namesto programiranja uči. To pomeni, da sama najde pot do rešitve danega problema, oziroma da 

lahko reši tudi problem, ki ga ljudje še nismo. V mreži ves čas delujejo vsi nevroni, v računalniku pa 

hkrati deluje le kak odstotek tranzistorjev. Podatki v mreži so zapisani porazdeljeno in okvara enega 

nevrona ne pomeni odpovedi, ampak le nekoliko manjšo natančnost delovanja. En sam poškodovan 

tranzistor v klasičnem računalniku običajno pomeni konec njegovega delovanja. Možgani so tipičen 

bionski primer, kjer je narava našla rešitev, ki je vredna posnemanja. Kot zanimivost omenimo še to, 

da so nevronske mreže za razliko od računalnika analogne naprave, ki najdejo rešitev v enem samem 

koraku. Ljudski možgani delujejo s hitrostjo le nekaj deset operacij na sekundo [14] in se vseeno 

uspešno kosajo z računalniki, ki zmorejo opraviti več milijard operacij na sekundo.  
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7.3 Umetni nevron  

Da bi lahko razumeli delovanje naprave, ki je sestavljena iz množice nevronov, moramo najprej 

spoznati zgradbo in delovanje posameznega nevrona. Gre za kopijo bioloških nevronov, celic, ki 

tvorijo naše možgane. Delovanje biološkega nevrona je zapleteno in ga kljub naglemu tehnološkemu 

razvoju še vedno ne razumemo v celoti. Obravnavali bom njegov poenstavljen model (Slika 21), ki 

navkljub vsemu daje povsem uporabne rezultate. 

 

 

Slika 20: Biološki nevron 

Slika 21: Zgradba umetnega nevrona 

W0: prag nevrona 

W1 do WN: uteži sinaps 

X1 do XN: vhodi nevrona 

O: izhod nevrona 

X1 

X2 

 

XN 

o 
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Opazimo lahko, da v enačbi 11 nastopata le operaciji množenja in seštevanja, ki sta linearni. 

Posledica tega dejstva je, da nevron vhodni prostor razmejuje linearno. Slika 22 prikazuje primer 

dvodimenzionalnega vhodnega prostora (dimenziji a in b), kjer so krogi različnih barv linearno 

razmejeni s premico (črtkana črta). Pomembna lastnost nevronov je, da je naklon mejne premice 

lahko poljuben, oziroma da nevroni nimajo pravokotne omejitve, ki smo jo srečali pri odločitvenih 

drevesih. V nadaljevanju bomo ugotovili, da lahko z več linearnimi nevroni ustvarimo tudi poljubne 

nelinearne razmejitve učnih vzorcev.  

 

 

�F = GHIJKL�K� MNO + � P�F ∙ N�
K

�
� Q 

 

i = zaporedna številka nevronovega vhoda 

j = zaporedna številka učnega vzorca 

 

 

 

                    (enačba 11) 

a 

b 

mejna črta 

Slika 22: Vhodni prostor linearnega nevrona 

Meja med področjema je linearna (črtkana premica). 
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Slika 23 prikazuje različne prenosne funkcije nevronov. Linearna funkcija (slika 23 a) signala 

ne preoblikuje. Na izhod pride enaka oblika signala, kot je vstopila. Taka prenosna funkcija ustreza 

regresiji. Ostale prenosne funkcije pa vhodni signal omejijo. Trda prenosna funkcija (slika 23 b) 

omogoča le dve izhodni vrednosti. Pogosto sta to digitalni vrednosti 0 in 1. Taka prenosna funkcija 

ustreza razvrščanju. Sigmoidna (slika 23 d) in odsekoma linearna prenosna funkcija (slika 23 c) sta 

univerzalni. Z njima lahko vršimo oboje: regresijo in razvrščanje, odvisno − kateri del krivulje 

RO + � P�FR�
 
�  

o a) b) 

c) d) 

RO + � P�FR�
 
�  RO + � P�FR�

 
�  

RO + � P�FR�
 
�  

o 

o o 

RO + � P�FR�
 
�  

o e) 

Slika 23: Prenosne funkcije nevrona 

a) linearna prenosna funkcija 
b) trda prenosna funkcija 
c) odsekoma linearna prenosna funkcija 
d) sigmoidna prenosna funkcija 
e) usmerniška prenosna funkcija (ReLU) 
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uporabljamo. Če  ju raztegnemo v vodoravni smeri, postaneta podobni linearni prenosni funkciji, če 

ju stisnemo skupaj, pa postaneta podobni trdi prenosni funkciji. 

 

7.4 Perceptron 

Navadni perceptron oziroma perceptron je preprosta in pogosto uporabljana nevronska mreža, 

ki sodi v kategorijo nevronskih mrež s povezavami naprej (FFNN). Prvi ga je predstavil Frank 

Rosenblatt leta 1957. V perceptronu so nevroni razvrščeni v eno samo ravno vrsto, ki se imenuje sloj, 

kjer so vse povezave med nevroni usmerjene naprej v smeri od vhoda proti izhodu (Slika 24). Nabor 

vhodnih in izhodnih vrednosti je pri tej vrsti nevronske mreže poljuben. Na vhodu perceptrona lahko 

uporabljamo zvezne ali diskretne spremenljivke. To pomeni, da je perceptron primeren za obdelavo 

analognih in digitalnih signalov. Vrednosti, ki jih dobimo na izhodu perceptrona, so odvisne od izbire 

prenosne funkcije nevronov. Če izberemo trdo prenosno funkcijo, so izhodne vrednosti diskretne 

oziroma digitalne. Pri vseh ostalih prenosnih funkcijah pa so izhodne vrednosti zvezne oziroma 

analogne. Digitalne izhodne vrednosti omogočajo razvrščanje, analogne pa regresijo.  

 

 

 

Perceptron uporablja za učenje preprost algoritem z imenom pravilo delta (angleško delta rule). 

Ta algoritem deluje tako, da v malih korakih popravlja parametre W (uteži sinaps) skladno z enačbo 

12. 

izhodi 

   nevroni 

      sinapse 

          vhodi  

Slika 24: Perceptron s tremi vhodi, dvema nevronoma in dvema 
izhodoma. Mali krogi na sliki so vhodi, veliki krogi so nevroni, 
puščice pa sinapse. 
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Wi ' = Wi + η(t-o)xi 

 

Wi  - trenutna utež i-tega vhoda 

Wi '  - nova utež i-tega vhoda 

xi - vrednost i-tega vhoda 

η - hitrost učenja – konstanta med 0 in 1  

o - izhodna vrednost s trenutnimi utežmi 

 t - želena izhodna vrednost 

 

 

 

               (enačba 12) 

       

Popravki uteži se računajo za vse sinapse in za vsak vzorec posebej. Enemu popravku vseh 

sinaps z vsemi vzorci rečemo obdobje (angleško epoch). Po končanem obdobju so izhodne vrednosti 

nekoliko bliže želenim vrednostim, zato je za pravilno naučenost potrebnih več obdobij, saj je učenje 

uspešno končano šele, ko perceptron odgovori pravilno na (skoraj) vse učne vzorce. Včasih so učni 

vzorci prezapleteni in pravilna naučenost ni možna, zato lahko konec učenja sproži več dejavnikov: 

• Preostala učna napaka se neha zmanjševati, še preden pade pod predvideno 

vrednost. To pomeni, da so učni podatki prezahtevni in se jih uporabljeni perceptron 

ne zmore naučiti do predvidene mere, kar pomeni, da učenje ni uspelo. 

• Preostala učna napaka se še zmanjšuje, a se prične povečevati testna napaka. Ta 

pojav imenujemo prekomerno učenje. To pomeni, da se je inteligentni sistem že 

prilagodil čistim podatkom in se sedaj začenja prilagajati šumu, kar pa ni zaželeno. 

Takoj ko zaznamo ta pojav, prekinemo nadaljnje učenje. Temu rečemo zgodnja 

zaustavitev učenja (angleško early stoping). S tem dosežemo, da se  učenje prekine, 

ko je naučenost perceptrona optimalna. Če bi z učenjem vseeno nadaljevali, bi to 

negativno vplivalo na naučenost perceptrona.  

• Preostala učna napaka postane manjša od vnaprej določene vrednosti. To pomeni, 

da se je perceptron naučil do takšne mere, kot smo predvideli. Ni pa nujno, da je 

pridobljeno znanje kvalitetno, oziroma da je prišlo do generalizacije znanja. Lahko se 

je zgodilo, da si je perceptron podatke zgolj zapomnil in jih ni »razumel«. To lahko 

ugotovimo s testiranjem, ki ga izvedemo po zaključku učenja. Za testiranje moramo 
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uporabiti sveže učne vzorce in če dajo tudi ti dober rezultat, potem je prišlo do 

generalizacije, oziroma je pridobljeno znanje kvalitetno. 

  

Pogosto je potrebnih tudi več tisoč učnih obdobij (epoh) za pravilno naučenost perceptrona, v 

skrajnem primeru pa naučenosti sploh ne dosežemo, kajti isto utež lahko med učenjem nek vzorec 

zmanjšuje, drugi pa jo povečuje in tako utež nikoli ne doseže optimalne vrednosti. Slednje se dogaja, 

kadar vzorci niso linearno ločljivi, oziroma jih ne moremo ločiti s premico, ravnino oziroma hiper 

ravnino.  

Dobri lastnosti perceptrona sta preprosta zgradba in preprost učni algoritem, njegova slabost pa 

je, da uspešno reši le probleme, kjer so učni vzorci linearno ločljivi. Večina resničnih življenjskih 

problemov ni linearna in takrat perceptron ne zadostuje. 

  

Problem IN 

 

Logična operacija IN je ena od najbolj preprostih računskih operacij, saj jo lahko  popolnoma 

natančno opišemo že z majhno tabelo (Tabela 4). 

 

Tabela 4: Logična funkcija IN 

x1 x2 IN 
0 0 0 

0 1 0 

1 0 0 

1 1 1 
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Na Sliki 26 je razvidno, da lahko en sama premica loči pripadnike obeh razredov (loči črni krog 

od belih). Torej je perceptron primeren inteligentni sistem za reševanje tega problema. Ker imamo 

dva vhodna podatka (x1 in x2) ter en izhod (IN), nam ustreza zgradba perceptrona, ki jo prikazuje 

Slika 25. Izbiri ustrezne perceptronove zgradbe sledi njegovo učenje. To je postopek iskanja ustreznih 

vrednosti za uteži W0, W1 in W2, ki bodo postavile mejno črto (premico) na Sliki 25 med pripadnike 

obeh razredov. Za določanje omenjenih uteži uporabimo pravilo delta. Začetne vrednosti si lahko 

izberemo naključno. V našem primeru so vsi W sprva enaki ena. Začetni položaj mejne črte prikazuje 

pikčasta premica na Sliki 26. 

Skupna perceptronova napaka E je vsota absolutnih napak |� − �| vseh posameznih vzorcev. 

Prvi trije vzorci imajo napako enako |0 − 1| = 1, četrti pa |0 − 0| = 0, torej je skupna napaka pred 

učenjem E = 1 + 1 + 1 = 3. To se lepo vidi tudi na Sliki 26, saj so trije beli krogi na napačni strani 

črte.  

Za hitrost učenja si izberemo η = 0,1 in že lahko pričnemo s postopkom korekcij W, skladno s 

pravilom delta, ki je podano z enačbo 13. 

 

Wi
* = Wi + η∙(t-o)∙xi  

* pomeni novo vrednost 

 

 

                           (enačba 13) 

  

Slika 25: Perceptron z dvema vhodoma in enim izhodom 

Tak perceptron je primeren za reševanje logične operacije IN. 

 

x1 x2 

IN 

1 
W0 

W1 W2 
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Na vhod pripeljemo posamezne vzorce in za vsakega posebej izračunamo nove, korigirane 

uteži, kakor je prikazano v enačbi 14. 

 

1. Vzorec 

W0 = 1,0 + 0,1∙(0-1)∙1=0,9 

W1 = 1,0 + 0,1∙(0-1)∙0=1,0 

W2 = 1,0 + 0,1∙(0-1)∙0=1,0 

 

2. Vzorec 

W0 = 0,9 + 0,1∙(0-1)∙1=0,8 

W1 = 1,0 + 0,1∙(0-1)∙0=1,0 

W2 = 1,0 + 0,1∙(0-1)∙1=0,9 

 

 

 

 

 

 

 

 

 

 

x2 

x1 mejna črta: 

• na začetku 

• po 1. obdobju 

• na koncu 

Slika 26: Vpliv pravila delta na položaj mejne črte 
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3. Vzorec 

W0 = 0,8 + 0,1∙(0-1)∙1=0,7 

W1 = 1,0 + 0,1∙(0-1)∙1=0,9 

W2 = 0,9 + 0,1∙(0-1)∙0=0,9 

 

4. Vzorec 

W0 = 0,7 + 0,1∙(1-1)∙1=0,7 

W1 = 0,9 + 0,1∙(1-1)∙1=0,9 

W2 = 0,9 + 0,1∙(1-1)∙1=0,9 

 

 

 

                          (enačba 14) 

 

S tem ko so se zvrstili vsi štirje učni vzorci, je zaključeno prvo obdobje učenja. Ker so se 

spremenili parametri W, se je s tem nekoliko spremenil tudi položaj mejne črte (črtkana premica 

na Sliki 26). Ker je 4. vzorec že bil na pravi strani mejne črte, je njegov izraz v okroglem 

oklepaju dobil vrednost 0 in na parametre W ni vplival. Čez nekaj epoh bo mejna črta najprej 

prestopila 1. vzorec (črtkana premica na Sliki 26), ki bo takrat nehal vplivati na parametre W, 

skupna napaka pa se bo zmanjšala na dva. Ko bo na koncu mejna črta prestopila še 2. in 3. 

vzorec (piko črtasta premica na Sliki 26), bodo že vsi vzorci na pravi strani in parametri W se 

ne bodo več spreminjali, skupna napaka pa bo postala 0.    

 

7.5 Večslojni perceptron 

Večslojni perceptron (angleško multi layer percetron, kratica MLP) nastane z združitvijo več 

navadnih oziroma enoslojnih perceptronov. Ker signal lahko le napreduje iz enega sloja v  

naslednjega, je tudi MLP pripadnik nevronskih mrež s povezavami naprej (FFNN). To je razvidno 

tudi na Sliki 27, saj so vse puščice usmerjene navzgor. Dodatni sloji odpravljajo linearno omejitev, 

ki smo ji bili priča pri enoslojnem perceptronu, zato lahko z MLP uspešno rešujemo tudi zahtevnejše 

(nelinearne) probleme. Matematično je dokazano (teorem Kolmogorova), da MLP lahko reši vsak še 

tako zahteven problem in zato je MLP ena od najbolj uporabljenih nevronskih mrež. V njegovem 

razvoju je bilo nekaj padcev in vzponov. Ideja za MLP je nastala že kmalu po odkritju perceptrona, 
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vendar takrat še niso poznali nobenega uspešnega učnega algoritma zanj. V sedemdesetih letih 

prejšnjega stoletja je bilo znamenito temačno obdobje za razvoj nevronskih mrež. To obdobje so po 

preporodu poimenovali »Zima umetne inteligence«. Takrat je bil med drugim odkrit uspešen učni 

algoritem Backpropagation, ki pa je dolgo ostal neopažen, dokler v osemdesetih ni nanj naletel 

ugleden znanstvenik, ki je v devetdestih sprožil nov zagon zanimanja za to vejo znanosti. 

 Na začetku tega stoletja se je zanimanje za nevronske mreže spet nekoliko ohladilo, a danes 

znova narašča. Razlog najnovejše popularizacije nevronskih mrež je globoko učenje (angl. Deep 

Learning), nov preboj pri učnih algoritmih, ki znova premika meje možnega. Eden izmed znamenitih 

sodobnih dosežkov je prevajanje govora z nevronskimi mrežami v realnem času, kjer prevod med 

drugim ohranja celo originalno barvo govorčevega glasu. Podobno odmeven dosežek je strojno 

prepoznavanje predmetov na sliki, ki je doseglo enako natančnost kot človeško. 

  

7.6 Backpropagation 

Kot smo že omenili, je Backpropagation algoritem za učenje MLP, ki je v devetdesetih letih 

prejšnjega stoletja omogočil izdelavo enega od najboljših inteligentnih sistemov. Z nekaterimi 

izboljšavami se obdržal med bolj priljubljenimi algoritmi vse do danes. Osnovna ideja algoritma 

backpropagation je optimizacija skupne napake E, ki je podana z enačbo 15.  

Slika 27: Večslojni perceptron 

Večslojni perceptron na sliki ima tri vhode (mali krogi), dva 
nevrona v skritem sloju (spodnja velika kroga) in en nevron v 
izhodnem sloju (zgornji veliki krog). Puščice predstavljajo 
povezave oziroma sinapse. 
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S�N� = � ��
�
�
�
� =  ���� − ���'�
�

�
�  

N = število učnih vzorcev 

W = matrika uteži sinaps 

 

         (enačba 15) 

� = T�4�31C� 6�ℎ�T3� 7��T3�1� � = ž���3� 6�ℎ�T3� 7��T3�1� 

 

 

Optimizacija napake poteka tako, da ugotavljamo, kako posamezne uteži vplivajo na skupno napako. 

Pri tem nas zanima, ali je potrebno neko utež zmanjšati oziroma povečati, da se bo zato skupna napaka 

E zmanjšala. Ker to ugotavljamo z računanjem gradienta (parcialni odvod) skupne napake, je 

smiselno uporabiti nevrone z gladko prenosno funkcijo. Običajno je to sigmoidna funkcija. Za 

začetno vrednost uteži uporabimo majhne naključne vrednosti. S tem dosežemo, da se nevroni 

nahajajo v linearnem delu prenosne funkcije. Nato na vhod nevronske mreže MLP pripeljemo 

posamezne učne vzorce in izračunamo izhodne vrednosti nevronov. Sedaj zmanjšamo skupno učno 

napako E tako, da izvršimo popravke vseh uteži ∆RF, skladno z enačbo 16. 

 

∆RF =  −W XS�RF�XRF  

W = Y��� C�31��3�� 4 = š��76�C� ���ž6   

            (enačba 16) 

 

Ker se ti popravki širijo v vzvratni smeri, je algoritem dobil ime metoda vzvratnega razširjanja 

oziroma backpropagation. 

Skupno učno napako si lahko zamišljamo kot višino hriba, ki se v različnih točkah razlikuje. 

Gradient napake predstavlja strmino hriba v neki točki. Zmanjševanje učne napake pomeni spuščanje 

s tega hriba. Najprej ugotovimo, v katero smer se nagiba strmina (gradient), nato pa naredimo korak 

v tej smeri (RKLZ� =  R�[�I� +  ∆R) in to korakanje ponavljamo, dokler ne pridemo do vznožja hriba 

(E = 0). Kaj pa, če nas pot zanese v kotanjo (lokalni minimum)? V tem primeru obtičimo na mestu, 

čeprav še nismo dosegli cilja. A to je le ena izmed številnih težav algoritma backpropagation. Njegova 
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druga težava je ta, da se učenje ustavi, tudi kadar med potjo zaidemo v dolino na položno planoto, 

kjer je strmina blizu ničle. Naslednja slabost tega algoritma je zamudnost. Optimizacija nekoliko 

zahtevnejših učnih podatkov (na primer prepoznavanje predmetov na sliki) se lahko izvaja na super 

zmogljivem računalniku tudi več dni. Uspeh tovrstne optimizacije žal ni zajamčen, saj nam ta metoda 

ne pove ničesar o primerni velikosti oziroma sestavi nevronske mreže. Da bi vsaj malo omilili te 

težave, so nastale številne izpeljanke algoritma backpropagation (quasi newton, quickpropagation, 

Jacobian, Levenberg-Marquardt ...), a brez pravega uspeha. Ker dolgo ni bilo bistveno boljšega 

algoritma, se je backpropagation dodobra uveljavil in zakoreninil. 

 

7.7 Bipropagation 

Bipropagation je vmesni člen med gradientnimi in negradientnimi algoritmi. Odkril ga je Bojan 

Ploj leta 2009, kot izboljšavo algoritma backproagation. Bipropagation je ohranil prednikovo 

iterativnost in nekonstruktivnost, od metode podpornih vektorjev pa posnemal idejo jedrne funkcije. 

Z njo v prvem sloju izvede delno linearizacijo vhodnega prostora, s čimer omogoča hitrejše in 

zanesljivejše učenje naslednjih slojev. Pogosto se dogaja, da zaradi težavnih učnih vzorcev metoda 

backpropagation popolnoma odpove, med tem ko je v enakih okliščinah metoda bipropagation zaradi 

linearizacije hitra, učinkovita in zanesljiva. 

Izhodiščna ideja algoritma bipropagation je ta, da tudi skriti sloji MLP dobijo želene vrednosti. 

Tako N slojni perceptron razdelimo na N enoslojnih perceptronov in s tem zapleten problem učenja 

razdelimo na N preprostejših, medsebojno neodvisnih problemov. Učenje tako postane enostavnejše, 

hitrejše in zanesljivejše kot pri metodi backpropagation. Predpona bi- v imenu algoritma je nastala, 

ker se popravki uteži sinaps med tem učenjem širijo v obeh smereh (naprej in nazaj). 

Postopnost metode bipropagation od sloja do sloja je razvidna tudi v matrikah evklidskih razdalj 

med učnimi vzorci (enačba 17). Istoležnim elementom matrik se od vhodnega sloja proti izhodnemu 

postopoma spreminjajo vrednosti (enačba 18 in 19). 

 

7.7.1 Opis algoritma bipropagation 

Algoritem bomo opisali na primeru logične funkcije XOR. Zanjo smo se odločili, ker je 

neobsežna in hkrati vsebuje lokalni minimum, ki mnogim drugim metodam povzroča težave. 
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Tabela 5: Logična funkcija XOR 

x y XOR 

0 

0 

1 

1 

0 

1 

0 

1 

0 

1 

1 

0 

  

 

Matrika evklidskih razdalj Ri (enačba 17) vhodnega sloja za podatke iz Tabele 5 izgleda tako: 

 

R] = ⎣⎢⎢
⎢⎡   0     1  1     0  1 √2√2 1  1 √2 √2    1 0   11   0 ⎦⎥⎥

⎥⎤ 
 

 

                     (enačba 17) 

 

Elementi matrike Ri so evklidske razdalje med posameznimi učnimi vzorci. Razdalja med 

vzorcema n in m se v matriki nahaja v vrstici n in stolpcu m. Ker je evklidska razdalja komutativna 

lastnost, je matrika razdalj Ri zrcalna glede na svojo glavno diagonalo, kjer se nahajajo same ničle, 

saj so tam podane razdalje učnih vzorcev do samega sebe. Na podoben način nastane tudi matrika 

evklidskih razdalj za podatke izhodnega sloja: 

 

 

   Rd  = e    0   1  1   0   1   0    0   1     1   0  0   1   0   1    1   0   f 
 

                    (enačba 18) 

 

Tabela 6: Prikaz notranjih vrednosti 

X Y    Xn   Yn XOR 
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0 

0 

1 

1 

0 

1 

0 

1 

0 

0 

1 

0 

0 

1 

0 

0 

0 

1 

1 

0 

 

Za notranji vrednosti (Xn in Yn), ki sta prikazani v Tabeli 6, dobimo še matriko evklidskih 

razdalj Rn v notranjem sloju: 

 

Rg = h   0     1 1     0  1 0  √2 1    1 √2 0    1 0   1  1   0  i 
 

                (enačba 19) 

 

Opazimo lahko podobnost med matrikami Ri, Rn in Ro. Če zanemarimo pomožno diagonalo, so 

vrednosti istoležnih elementov v vseh treh matrikah enake. Poglejmo si pomožno diagonalo 

podrobneje. Vhodna matrika Ri ima vse njene vrednosti enake kvadratnemu korenu iz števila dva, 

notranja matrika Rn vsebuje že dve ničli, izhodna matrika Ro pa le še ničle. Ugotavljamo, da so 

vrednosti matrike Rn vmes med istoležnimi vrednostmi matrik Ri in Ro, oziroma da se te vrednosti 

postopoma spreminjajo proti želenim, kar nam daje upanje, da smo na pravi poti do rešitve. 

Največja težava metode bipropagation je iskanje primernih notranjih želenih vrednosti (Xn in 

Yn), ki omogočajo postopno upadanje istoležnih vrednosti matrike razdalj R. Avtor algoritma 

predlaga dva načina iskanja ustreznih notranjih želenih vrednosti: 

1. Analitično. Pri tem načinu določanja želenih vrednosti notranjih slojev uvedemo nov 

pojem, ki ga poimenujemo kvaliteta vzorcev (KV) in je podan z enačbo 20. 

 

 

 

Aj = ∑ kk∑ kl  

 

ΣRR = vsota razdalj med vzorci različnih razredov 

 

(enačba 20) 
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ΣRI = vsota razdalj med vzorci istega razreda 

 

 

Želimo, da se kvaliteta vzorcev pri vsakem prehodu v naslednji sloj poveča, oziroma 

da se pripadniki istega razreda z vsakim slojem med seboj zbližajo, pripadniki različnih 

razredov pa med seboj oddaljijo. Za izračun vrednosti notranjih slojev uporabimo 

nelinearni sistem enačb s prostimi parametri (jedrne funkcije). Ko računamo kvaliteto 

vzorcev za notranji sloj, dobimo izraz, ki vsebuje le konstante in proste parametre. Z izbiro 

ustreznih prostih parametrov maksimiramo kvaliteto notranjih vzorcev. 

2. Grafično. Pri tem načinu izberemo želeno vrednost notranjega sloja na intervalu 

med vhodno vrednostjo in želeno izhodno vrednostjo. Lahko uporabimo kar njuno 

aritmetično sredino. Če je notranjih slojev več, uporabimo načelo postopnosti. Za prvi 

notranji sloj troslojnega MLP izberemo vrednosti, ki so vmes med vhodnimi vrednostmi 

in aritmetičnimi sredinami, za drugi notranji sloj pa vrednosti med aritmetičnimi 

sredinami in želenimi izhodnimi vrednostmi.  

Algoritem bipropagation se v praksi izkaže kot hiter in zanesljiv. Na primer: učenje logične 

funkcije XOR poteka pri enakih pogojih z metodo bipropagation več 10-krat hitreje kot z metodo 

backpropagation. Pri tem je tudi število potrebnih učnih obdobij mnogo bolj stalno, kar nam pove, da 

smo manj odvisni od sreče pri izbiri začetnih vrednosti uteži. Tudi testiranje z realnimi učnimi podatki 

daje dobre rezultate. Na primer: pri prepoznavanju prostoročno zapisanih desetiških števk se je 

algoritem bipropagation odrezal mnogo bolje kot backpropagation. Ta učni nabor obsega približno 

60000 števk, prebranih z ločljivostjo 28 x 28 točk, ki jih je prispevalo več kot 500 različnih piscev. 

Kljub obsežnim učnim podatkom so bile vse učne števke pravilno prepoznane že po samo nekaj 

desetih obdobjih. Tudi testne števke so dale dobre rezultate. Metoda backpropagation (različica 

Levenberg–Marquardt) je v enakih okoliščinah popolnoma odpovedala, saj se učna napaka ni niti 

začela zmanjševati, kaj šele da bi padla na vrednost blizu nič. 
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7.8 Metoda mejnih parov 

Je moderen algoritem za učenje nevronskih mrež MLP za razvrščanje. Odkril ga je Bojan Ploj 

leta 2011 in je zasnovan popolnoma na novo, brez računanja gradienta, zaradi česar lahko odpravlja 

številne pomanjkljivosti gradientnih metod: 

 

• Omogoča kvalitetno razšumljanje učnih vzorcev. 

• Omogoča rojenje učnih vzorcev. 

• Omogoča iskanje značilk. 

• Deluje zanesljivo. 

• Deluje natančno. 

• Primeren je za inkrementalno in online učenje. 

• Je konstruktiven . 

• Je razmeroma neobčutljiv na prekomerno učenje. 

• Izloči jalove učne vzorce. 

• Učenje poteka po posameznih nevronih. 

 

7.8.1 Definicija mejnega para 

Evklidska razdalja dAB med točkama A in B v N dimenzionalnem prostoru je določena z enačbo 

21. 

Tmn  =  G�om, on� =  p��P�n – P�m�'�
�
�
�  

              N = število dimenzij vhodnega prostora 

 

           (enačba 21) 

 

Vse točke v dvodimenzionalnem prostoru, ki so enako oddaljene od izhodiščne točke (središča), 

tvorijo krožnico. Slika 28 prikazuje krožnici s središčema v točkah A in B, pri čemer je njun polmer 
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enak evklidski razdalji med središčema. Če točki A in B pripadata različnima razredoma in se 

znotraj preseka njunih krožnic (šrafirano polje na Sliki 28) ne nahaja nobena tretja točka, potem ti 

dve točki poimenujemo mejni par. V trodimenzionalnem prostoru krožnice nadomestijo sfere, v 

prostoru s štirimi ali več dimenzijami pa hipersfere.  

 

7.8.2 Lastnosti mejnih parov 

Slika 29 prikazuje primer učnih vzorcev. Rdeči in zeleni krogi predstavljajo učne vzorce dveh 

različnih razredov. Modra črtkana črta je optimalna meja med obema razredoma. Udeleženci mejnih 

parov so na Sliki 29 ponazorjeni z večjimi krogi. Udeleženca istega mejnega para sta med seboj 

povezana s črno črto. Na Sliki 29 vidimo sedem mejnih parov, pri čemer je isti učni vzorec lahko 

udeležen tudi v več parih (na primer zeleni vzorec št. 50). Ker prikazani podatki ne vsebujejo šuma, 

so vsi zeleni krogi na desni strani mejne črte, vsi rdeči pa na levi. 

  

Slika 28: Dve točki v dvodimenzionalnem prostoru 

Polmer krožnic ustreza razdalji med točkama, presek 
krožnic  imenujemo vmesni prostor med točkama (šrafirano). 

 

Y 

X 
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Vpliv lastnosti vzorcev na mejne pare:  

• Število vzorcev: Z večanjem števila vzorcev se veča tudi število mejnih parov, vendar 

dosti počasneje kot število vzorcev. Dvajsetkratno povečanje števila učnih vzorcev 

povzroči le približno štirikratno povečanje števila mejnih parov. 

• Razmerje med učnimi vzorci: Razmerje med številom pozitivnih in negativnih 

vzorcev vpliva na število mejnih parov. Največ parov dobimo, ko je pozitivnih in 

negativnih vzorcev enako število, s povečevanjem razlike pa število parov upada. V 

Slika 29: Primer učnih vzorcev 

Večji krogi predstavljajo učne vzorce, ki pripadajo mejnim parom. 

Barva kroga ponazarja pripadnost vzorca razredu. Črna črta povezuje 
pripadnike istega para. 
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manjšinskem razredu je smiselno imeti vsaj 20 odstotkov učnih vzorcev, sicer nam 

število mejnih parov močno upade in je določanje mejne črte oteženo. 

• Šum: Večji kot je šum v podatkih, večje je  število mejnih parov.  

• Prestopniki: (angleško outliers) so učni vzorci, ki zaradi šuma prestopijo mejno črto. 

Pri tem ločimo dve vrsti prestopnikov – udeležence in neudeležence v mejnih parih. 

 

Dve pomembni ugotovitvi glede mejnih parov in prestopnikov: 

• Velika večina prestopnikov je udeleženih v mejnih parih. 

• Velika večina neudeležencev ni prestopnikov. 

 

7.8.3 Razšumljanje z mejnimi pari 

Šum se prikrade v podatke, čeprav si tega ne želimo in ko je že prisoten, ga ni več enostavno 

odstraniti. Vsebujejo ga tako učni kot tudi testni podatki. V najslabšem primeru se lahko zgodi, da 

šum pomakne učne vzorce in s tem tudi mejno črto v eno smer, testne vzorce pa v nasprotno smer in 

nam tako dvakrat »nagaja«. Pri razšumljanju se odločamo, katerim učnim vzorcem bomo spreminjali 

vrednosti, v katero smer in za koliko, da bi se čimbolj približali pravim vrednostim učnih vzorcev. 

Za razšumljanje z mejnimi pari veljata naslednji pravili: 

 

1.) Razšumljamo samo učne vzorce, ki so udeleženci mejnih parov. 

2.)  Vzorec razšumljamo s približevanjem najbližjemu vzorcu iz istega razreda, ki ni udeležen v 

mejnem paru. Lahko ga tudi oddaljujemo od najbližjega neudeleženega vzorca tujega razreda. 

 

7.8.4 Rojenje podatkov z metodo mejnih parov 

Rojenje (angleško clustering) imenujemo postopek, s katerim razdelimo vhodni prostor tako, 

da dobimo dve ali več homogenih področij, ki jih imenujemo roji. Neko področje je homogeno, če 

vsebuje učne vzorce samo enega razreda. Meja med področji v dvodimenzionalnem prostoru je 

premica, v trodimenzionalnem prostoru ravnina, v štiri in v več dimenzionalnem prostoru pa hiper 

ravnina. 
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Tabela 7: Kode področij vhodnega prostora 

področje 
 

mejna črta 
a b c 

A 1 1 1 
B 0 1 1 
C 1 1 0 
D 1 0 1 
E 0 1 0 
F 1 0 0 
G 0 0 1 

 

 

Mejo postavimo tako, da poteka vmes med obema točkama mejnega para. Ista meja lahko loči 

tudi več mejnih parov, pri čemer velja, da morajo biti ločeni vzorci istega razreda na isti strani meje. 

Za ločitev vseh parov je torej potrebno kvečjemu toliko mej, kolikor je mejnih parov. Če z isto mejo 

8 

9 

7 
a 

11 

18 

17 

16 

15 
12 13 14 

3 4 5 

2 6 

1 

A 

B 

C 

D 

E F 

G 

X 

Y 

Slika 30: Nabor učnih podatkov z mejnimi črtami in področji 

    Oznake na sliki imajo naslednji pomen: 
• števila 1, 2, 3,…18 so učni podatki, 
• velike tiskane črke A, B, C,…G so področja, 
• male tiskane črke a, b, c so mejne črte in 
• puščice ponazarjajo mejne pare. 

10 

b 

c 
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ločimo dva ali več mejnih parov, smo s tem uspeli zmanjšati število potrebnih mej. Na Sliki 30 so 

prikazane tri mejne črte (a, b in c), ki razmejujejo celoten vhodni prostor na sedem homogenih 

področij (A, B, C, D, E, F in G) oziroma rojev. 

 

Vsakemu področju vhodnega prostora tako pripada binarna koda (Tabela 7), katere dolžina je 

enaka številu mejnih črt v vhodnem prostoru. 

  

Posamezni biti te kode nam povedo, na katerem bregu posamezne mejne črte se nahajamo. 

Tako dobljene področne kode so značilke vzorcev v tistem področju oziroma roju. 

 

7.8.5 Zaplet pri rojenju z mejnimi pari 

 

Slika 31: Uspešno rojenje trikotnikovih učnih podatkov 



 

80 

 

Poglejmo, ali z razmejitvijo vseh mejnih parov dobimo vedno le homogena področja. Tri mejne 

premice na Sliki 31 uspešno razmejujejo vse mejne pare, par (12,15) pa celo dvakrat. Vhodni prostor 

je tako razdeljen na pet področij, če štejemo samo tista, ki vsebujejo vsaj en učni vzorec. Vseh pet 

področij je homogenih (eno zeleno in štiri rdeča), torej je rojenje uspelo. Pri bolj zapletenih učnih 

vzorcih včasih po razmejitvi vseh mejnih parov ostane nekaj učnih vzorcev na napačni strani črte, 

oziroma nekatera področja ostanejo heterogena. Sredinsko področje na Sliki 32 je ostalo heterogeno, 

saj razen zelenih vsebuje še dva rdeča vzorca (vzorec 39 in 40). 

 

Če po razmejevanju mejnih parov ostane kakšno področje heterogeno, ga torej znova 

obravnavamo, a tokrat ločeno od ostalih področij. Tako v vsakem heterogenem področju najdemo 

nekaj dodatnih mejnih parov, ki smo jih sprva spregledali. Iskanje mejnih parov je torej zaključeno 

šele, ko so vsa področja homogena (Slika 33). Izboljšan algoritem iskanja mejnih parov se glasi: 

Slika 32: Pomanjkljivo rojenje 

Sredinsko področje z zelenimi vzorci ni homogeno. Moteča sta 
rdeča vzorca številka 39 in 40. Par (6,40) ni bil odkrit, ker so 
jima na poti rdeči vzorci številka 18, 19, 36 in 37 v sosednjih 
področjih. 
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Algoritem za rojenje nabora učnih podatkov: 

1. korak: Poišči mejne pare. 

2. korak: Loči mejne pare z mejnimi črtami. 

3. korak: Preveri homogenost nastalih področij. 

4. korak: Če najdeš heterogeno področje, poišči v njem dodatne mejne 

pare in nadaljuj z 2. korakom. 

 

7.8.6 Združevanje mejnih parov 

Omenili smo že, da lahko ista meja ločuje dva ali več mejnih parov. Prav tako vemo, da število 

mej ustreza številu nevronov v prvem sloju MLP-ja. Torej moramo z vsako mejo ločiti čimveč mejnih 

parov, če želimo dobiti čim manjši MLP (angleško near minimal construction).  

Slika 33: Uspešno rojenje učnih vzorcev 

Prikazanih je devet homogenih področij, eno zeleno (pozitivno) 

in osem rdečih (negativnih). 
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Algoritem za združevanje mejnih parov: 

1. korak: Poišči mejne pare. 

2. korak: Vzemi nov nevron in ga uči  s podatki naslednjega mejnega 

para.  

3. korak: Dodaj nov (bližnji) mejni par in z njim uči isti nevron. Če 

učenje uspe, potem nov par obdrži in ga označi kot 

uporabljenega, drugače ga zavrži. 

4. korak: Nadaljuj s 3. korakom do zadnjega mejnega para. 

5. korak: Nadaljuj z 2. korakom, dokler niso uporabljeni vsi mejni pari. 

6. korak: Preveri vsa področja vhodnega prostora. Če je katero 

področje heterogeno, poišči v njem dodatne mejne pare in 

nadaljuj z 2. korakom. 

 

Opisani algoritem poskuša vsak mejni par združiti z vsemi ostalimi mejnimi pari in je zato 

časovno potraten. Njegov rezultat je tudi odvisen od vrstnega reda poskusov združevanja.  

 

7.8.7 Razvrščanje podatkov z metodo mejnih parov 

Binarno vrednost na izhodu perceptrona, ki smo jo dobili z rojenjem podatkov z metodo mejnih 

parov, lahko uporabimo za razvrščanje podatkov v razrede, kar je izvedljivo na več načinov. Eden od 

njih je Boolova algebra (uporaba logičnih funkcij), saj so podatki od rojenja naprej binarni. V tej 

raziskavi bomo nadaljevali z uporabo dodatnih perceptronov. Perceptronu, ki roji vhodne podatke, 

kaskadno dodamo več novih perceptronov. Dodano nevronsko mrežo poimenujemo preostanek 

večslojnega perceptrona (preostanek MLP). Raziskali smo dve možnosti konstruiranja preostanka 

MLP: 
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1. Sloje v preostanku MLP ustvarimo na povsem enak način, kot smo ustvarili prvi 

sloj. Ko v novem sloju ostane le še en nevron, je načrtovanje MLP zaključeno. 

2. Vse nadaljnje sloje obravnavamo kot dodatni MLP, ki ga učimo z eno od 

uveljavljenih gradientnih metod. Izkaže se, da je morebitno ozko grlo bilo zgolj v 

prvem sloju, zato poteka učenje dodatnega MLP-ja hitro in zanesljivo [10]. V vseh 

testnih primerih učenja je napaka hitro in monotono padala, zato se zdi, da nobena 

funkcija preostale učne napake v dodatnem MLP ne vsebuje lokalnega minimuma. 

 

7.8.8 Primer učenja z metodo mejnih parov 

Za učni primer bomo uporabili logično funkcijo XOR, ker ni obsežna (štirje učni vzorci, 

dvodimenzionalna), a kljub temu številnim učnim algoritmom povzroča težave. Vzrok težav je 

lokalni minimum funkcije XOR, v katerega gradientne metode pogosto zaidejo in v njem običajno 

tudi obtičijo. V tem primeru se učenje ustavi, ko je še preostala učna napaka zelo velika, saj vsak 

napačno razvrščen učni vzorec prispeva 25 % relativno napako. 

Poglejmo potek učenja funkcije XOR z metodo mejnih parov. Najprej poiščemo mejne pare. Iz 

Slike 34 je razvidno, da med pari točk A in B, A in C, B in D ter C in D ni vmesnih točk. Torej imamo 

Slika 34: Učni vzorci XOR z mejnimi črtami 

A(0,0) 

B(0,1) 

C(1,0) 

D(1,1) 

a 
b 
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štiri mejne pare: AB, AC, BD in CD. Po iskanju mejnih parov je na vrsti njihovo združevanje. Par 

AB in AC lahko združimo, saj ju lahko loči ista premica (premica a) oziroma en sam nevron. Ker tudi 

za preostala para zadostuje ena premica (premica b), smo uspeli vse mejne pare razmejiti s samo 

dvema premicama, kar pomeni, da prvi sloj MLP vsebuje le dva nevrona. Tako je iskanje, ločevanje 

in združevanje mejnih parov opravljeno enostavno, hitro in brez stranpoti. Notranje vrednosti oziroma 

izhodne vrednosti prvega sloja prikazuje Tabela 8: 

 

Tabela 8: Notranje vrednosti 

Učni vzorec X Y Xn Yn 

A 0 0 0 0 

B 0 1 0 1 

C 1 0 1 0 

D 1 1 0 0 

 

Ker imamo dvodimenzionalne učne podatke, lahko razmere v notranjem sloju narišemo.  Iz 

Slike 35 je razvidno, da so podatki na izhodu notranjega sloja linearno ločljivi, zato za končni rezultat 

zadostuje že en sam dodaten nevron v drugem sloju, ki je hkrati tudi zadnji. Do enakih ugotovitev 

pridemo tudi, če zgradimo drugi sloj na enak način, kot smo prvega. Preoblikovani učni vzorci, ki jih 

dobimo na izhodu prvega sloja, so podani v Tabeli 9. 
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Prvi in četrti učni vzorec (A in D) se preslikata v vrednost An= (0,0). Tako za drugi sloj MLP 

ostanejo le še trije učni vzorci, ki tvorijo dva mejna para: (An,Bn) in (An,Cn). Ker ju lahko ločimo z 

isto premico, znova ugotavljamo, da v drugem sloju zadostuje en sam nevron. 

 

Tabela 9: Učni podatki notranjega in izhodnega sloja MLP 

Učni vzorec Notranji sloj Izhodni sloj 

 Xn Yn XOR 

An=A=D 0 0 0 

Bn=B 0 1 1 

Cn=C 1 0 1 

 

7.9 Vpliv šuma na delovanje BPM 

Slika 36 prikazuje 8 učnih vzorce oziroma 4 mejne pare, ki jih razmejujemo z metodo BPM. 

Črtkani krogi prikazujejo prave vrednosti oziroma vzorce brez šuma, krogi s polno črto pa vzorec, ki 

je okužen s šumom. Smer in jakost šuma je naključna, zato šum premakne vzorce v različne smeri za 

Cn=(1,0) 
Dn=An=(0,0) 

Bn=(0,1) 

X 

Y 

Slika 35: Razmere v notranjem sloju MLP 
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različne razdalje. Vseh osem vzorcev oziroma vse štiri mejne pare na Sliki 36 ločuje ista mejna črta. 

Šum vzorcev 1, 3 in 7 jo poskuša premakniti v levo, šum ostalih petih vzorcev pa desno. Vplivi šumov 

na mejno črto si nasprotujejo in se medsebojno izničujejo, zato se lega mejne črte le malo spremeni. 

Pravkar smo ugotovili, da je metoda BPM odporna na šum.  

 

7.10 Zmožnosti MLP 

Naredimo še povzetek lastnosti MLP, v kakšnih okoliščinah je uporaben, oziroma kakšne odgovore 

nam lahko nudi na svojem izhodu. Rezultat na izhodu MLP je odvisen od načina delovanja nevronov 

v izhodnem sloju. Če delujejo nevroni v zasičenju oziroma imajo nevroni prenosno funkcijo trdega 

limiterja, potem MLP opravlja razvrščanje. V prvem sloju razvrščevalnega MLP se opravi rojenje. 

Če izhodni nevroni delujejo v linearnem delu karakteristike, potem MLP vrši regresijo vhodnih 

podatkov. Povezanost atributov pa je samo poseben primer regresije. Torej zmore MLP opravljati 

vse štiri učne koncepte. Mejne črte lahko pri tem potekajo pod poljubnim kotom in ne samo 

pravokotno na osi, kot je to slučaj pri odločitvenih drevesih.  

 

1. Ali so vsi učni vzorci enako pomembni? Pri metodi mejnih parov lahko ugotovimo, 

kateri vzorci so jalovi in jih zato lahko izločimo. Metoda backpropagation in 

bipropagation ne najdeta jalovih vzorcev. 

X 

Y 

2 

3 

4 

5 

6 

7 

8 

Slika 36: Vpliv šuma na lego mejne črte 

1 
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2. Ali so vsi atributi učnih vzorcev enako pomembni? MLP ne uporablja posamičnih 

atributov in jih zato tudi ne more ločiti glede na pomembnost, temveč vse atribute 

obravnava enakovredno. 

3.  Ali je možno več učnih vzorcev združiti in jih obravnavati skupaj? V prvem sloju 

MLP za razvrščanje se opravi rojenje. Pripadniki istega roja se od drugega sloja naprej 

obravnavajo popolnoma enako. 

4. Ali so vzorci, ki jim manjka vrednost kakšnega atributa, uporabni za učenje IS? 

Med učenjem uporablja MLP vse atribute hkrati, zato manjkajoči atribut prepreči 

uporabo celotnega učnega vzorca. 

5. Ali je pomemben razpored učnih vzorcev? Če pri metodah backpropagation in 

bipropagation premešamo vrstni red učnih podatkov, to nekoliko vpliva na rezultat 

učenja. Metoda BPM je odporna na spremembo vrstnega reda učnih vzorcev. 

6. Ali je možno pred učenjem izboljšati učne podatke? Med učenjem z metodo BPM 

ugotovimo, kakšen je delež mejnih parov med učnimi podatki, kar nam da oceno 

težavnosti učenja. Če je velik delež učnih vzorcev udeležen v mejnih parih, je učenje 

zahtevno. Takrat pridobimo dodatne učne vzorce in če tudi to ne pomaga, pomeni, da je 

v učnih podatkih mogo šuma in da bo inteligentni sistem med uporabo dajal odgovore, 

ki jim ne bomo mogli poplnoma zaupati. 
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8 MEHKA LOGIKA 

 

8.1 Teorija mehke logike 

Teorijo mehke logike (fuzzy logic) je prvi predstavil Lofti A. Zadeh leta 1965. Mehka logika je 

uporabna predvsem za nadzor obsežnih nelinearnih sistemov. Mehka logika (angleško fuzzy logic) je 

nadgradnja običajne logike oziroma Boolove algebre in obravnava razen stanj 0 (ne) in 1 (da) še vse 

vmesne vrednosti. Osnovne logične operacije se še vedno imenujejo enako kot pri običajni logiki (IN, 

ALI in NE), le da so v mehki logiki določene nekoliko drugače, novim okoliščinam primerno. 

 

8.1.1 Funcija pripadnosti 

Običajno mehke spremenljivke podajamo grafično, saj lahko njihove vrednosti zavzamejo 

neskončno mnogo različnih vrednosti in bi zato celotna tabela obsegala neskončno vrstic. Oglejmo si 

primer mehke spremenljivke z imenom mlad. Splošno znano je, da ljudje ne ostarimo v enem 

trenutku, oziroma da se to dogaja postopoma. V mehki logiki lahko spremenljivka mlad zavzame tudi 

vmesne vrednosti, kot je na primer 0,50, kar pomeni osebo srednjih let. Tabela 10 prikazuje 

primerjavo običajne in mehke logike.  

 

Tabela 10: Primerjava običajne in mehke logike 

starost v letih 
spremenljivka mlad 

običajna logika mehka logika 

10 1 1,00 

20 1 1,00 

30 1 0,75 

40 1 0,50 

50 0 0,25 

60 0 0,00 

70 0 0,00 
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Grafični prikaz logične spremenljivke mlad v odvisnosti od let, ki so pretekla od rojstva, je 

prikazan na Sliki 37. Takšnemu grafu rečemo funkcija pripadnosti, saj je iz njega razvidno, kakšna 

vrednost pripada logični funkciji (navpična os) pri posameznih vrednostih neodvisne spremenljivke 

(vodoravna os). 

 

8.1.2 Mehki ALI 

Mehke logične operacije so nadgradnja oziroma posplošitev običajnih logičnih operacij. Vse 

mehke operacije in s tem tudi mehki ALI so izbrane tako, da ohranjajo rezultate pri vrednostih 0 in 

1. Tudi mehkih logičnih operacij, iz enakega razloga kot funkcij, ne prikazujemo s tabelami. Lahko 

pa brez težav narišemo njeno celotno funkcijo pripadnosti. 

 r + s =  Y�P�r, s�    (enačba 22) 

 

starost v letih 

mlad 

1 

0 

0 10 20 30 40 50 60 70 

0,5 

Slika 37: Funkcija pripadnosti za mehko spremnljivko mlad 
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Izraz za funkcijo »mehki ali« prikazuje enačba 22. Znak »+« v tem izrazu ne pomeni seštevanja, 

temveč operator »ALI«, zato ta izraz preberemo: A ali B in je enak večjemu izmed števil A in B. 

Primer uporabe mehke logične operacije ALI prikazuje enačba 23. 

 

 

           0,1 +0,9 = max(0,1 , 0,9) = 0,9                                  (enačba 23) 

 

 

 

 

 

8.1.3 Mehki IN 

Tudi mehka operacija IN je izbrana tako, da ohranja rezultate pri vrednostih 0 in 1. Njena 

definicija je podobna kot pri operaciji ALI in  je podana z enačbo 24.  

A∙B = min(A , B)           (enačba 24) 

 

čas 

A, B, A+B 

1 

0 

0 10 20 30 40 50 60 70 

0,5 

Slika 38: Funkcija pripadnosti za spremenljivke A, B in A+B 

A B 

A+B 
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Znak »∙« v enačbi 24 ne pomeni množenja, temveč logično operacijo mehki IN, zato ta izraz 

preberemo: A in B je enako manjšemu izmed števil A in B. Primer uporabe mehke logične operacije 

IN prikazuje enačba 25. 

 

0,1 ∙ 0,9 = min( 0,1 , 0,9 ) = 0,1                               (enačba 25) 

 

 

Njena funkcija pripadnosti je prikazana na Sliki 39. 

 

8.1.4 Mehki NE 

Tudi ta mehka operacija je nastala z nadgradnjo logične operacije NE in je izbrana tako, da 

ohranja rezultate pri vrednostih 0 in 1 in je definirana z enačbo 26.  

  

 r̅ = 1 − r (enačba 26) 

 

čas 

A, B, A∙B 

1 

0 

0 10 20 30 40 50 60 70 

0,5 

Slika 39: Funkcija pripadnosti za spremenljivke A, B in A∙B 

A∙B 

A B 
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Strešica nad črko r̅ pomeni logično operacijo mehki NE, zato enačbo 8 preberemo: Ne A je enako 

ena minus A. Primer mehke logične operacije NE je podan v enačbi 27. 

 0,9tttt = 1 − 0,9 = 0,1  (enačba 27) 

 

Funkcija pripadnosti logičnih spremenljivk A in v) je prikazana na Sliki 40, kjer lahko tudi 

opazimo, da je vsota spremenljivke in njene negirane vrednosti vedno enaka 1. Dokaz za to trditev je 

podan izračunom v enačbi 28. 

 r + r̅ = r + 1 − r = 1 (enačba 28) 

 

 

8.1.5 Pravila logičnih operacij 

Podobno kot v običajni algebri veljajo tudi pri računanju mehkih logičnih izrazov nekatera 

pravila. V njih nastopajo konstante (števila med 0 in 1), spremenljivke (a, b in c) in seveda mehke 

logične operacije (mehki IN, mehki ALI in mehki NE). 

čas 

A, v) 

1 

0 

0 10 20 30 40 50 60 70 

0,5 

Slika 40: Funkcija pripadnosti za spremenljivki A in v) 

wt A 
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Zamenljivost (komutativnost) 

 

Iz enačbe 29 je razvidno, da vrstni red operandov a in b ne vpliva na rezultat.  

 

a + b = b + a 

a  ∙  b = b  ∙ a 

 

(enačba 29) 

 

Združevanje (asociativnost) 

 

Iz enačbe 30 je razvidno, da vrstni red operatorjev ALI oziroma IN ne vpliva na rezultat. 

 

a + b  + c  =  (a + b) + c  = a + (b + c) 

a  ∙  b  ∙  c  =  (a ∙ b)  ∙  c  = a ∙ (b  ∙ c) 

 

(enačba 30) 

 

Razcepljanje (distributivnost) 

 

Iz enačbe 31 je razvidno, kako razcepimo (mehke) logične izraze. Tukaj so razmere nekoliko 

drugačne, kot smo jih navajeni v klasični algebri. 

 

a  ∙  ( b + c ) = (a ∙  b) + (a ∙  c) 

a +  ( b  ∙ c ) = (a + b)  ∙ (a + c) 

 

(enačba 31) 

De Morganov izrek 

 

Enačba 32 prikazuje poseben izrek, ki ga v klasični algebri ne poznamo. Omogoča nam, da 

(mehki) logični operaciji IN in ALI zamenjamo med seboj. Dolgi operator NE na levi strani enačbe 

omeni, da najprej izračunamo vrednost izraza pod njim in šele nato dobljeno vrednost negiramo. 
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 �� + x�tttttttttt = �t  ∙   b)  �� ∙  x�tttttttttt = �t +  b)  

 

 

(enačba 32) 

Dvojna negacija 

Enačba 33 prikazuje, da dvojno negiranje ohrani izvorno vrednost spremenljivke. 

��t�tttt = � 

 

(enačba 33) 

Računanje s konstanto 

 

Enačba 34 prikazuje nekaj uporabnih poenostavitev, kadar v izrazih nastopajo konstante. 

 

1 + a = 1 

0 + a = a 

1 ∙  a = a 

0 ∙  a = 0 

(enačba 34) 

 

8.2 Mehki inteligentni sistemi 

Mehki inteligentni sistemi primerni predvsem za nadzor različnih postopkov oziroma naprav 

[2]. Obstaja več različnih vrst mehkih nadzornih IS, mi se bomo seznanili samo z najbolj znanim med 

njimi, z mehkim asociatvnim pomnilnikom (angleško fuzzy associative memory, FAM).  

 

Mehki nadzorni sistem vrste FAM nastane v treh korakih: 

• mehčanje podatkov, 

• ugotavljanje mehkih pravil in 

• odmehčanje rezultata. 
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8.2.1 Mehčanje spremenljivk 

Celoten potek načrtovanja mehkega asociativnega pomnilnika (FAM) bomo prikazali na 

primeru nadzora temperature v dnevni sobi. 

 

Iz Slike 41, ki prikazuje napravo za nadzor temperature v dnevni sobi, je razvidno, da ima FAM 

dva vhodni spremenljivki (Temperatura, Sprememba) in eno izhodno (Gretje). V prvem koraku 

izgradnje FAM mehčamo vhodni spremenljivki. Z mehčanjem razdelimo definicijsko območje 

vhodnih spremenljivk na več delov. Za naš preprost primer zadostuje, da vhodni spremenljivki 

razdelimo na tri dele. Če bi želeli večjo natančnost nadzora, bi ju lahko delili na pet, sedem ali še več 

delov. Temperaturo, ki je manjša od 15 stopinj, poimenujemo »mrzla« (TM), temperaturo med 15 in 

25 stopinjami »OK« (TO) ter nad 25 stopinjami »vroče« (TV). Slika 42 prikazuje funkcije pripadnosti 

mehkih spremenljivk za takšno temperaturno delitev.  

 

 

 

FAM 
 

 

 

 

Dnevna soba 

Gretje 

Temperatura 

Sprememba 

Slika 41: Inteligentni sistem za nadzor temperature 
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Podobno se odločimo glede temperaturne spremembe (Slika 43). Če je sprememba manjša od 

-1 C/min, potem jo poimenujemo sprememba padajoča (SP), med -1 in 1 − sprememba mirujoča 

(SM) in nad 1 − sprememba naraščajoča (SN).  

    15           25 

1           

0           

    Temperatura (C) 

TM  

TO 
TV 

Slika 42: Funkcije pripadnosti temperaturnih spremenljivk TM, TO in TV 

    -1           1 

1           

0           

Sprememba temprerature (C/min) 

SP  
SM 

SN  

Slika 43: Funkcija pripadnosti spremenljivk SP, SM in SN za 

temperaturno spremembo. 
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8.2.2 Pravilnostna tabela 

Po mehčanju vhodnih spremenljivk naredimo mehko pravilnostno tabelo. Običajna tabela z 

učnimi podatki ima v tem primeru 9 vrstic, v katerih je zapisano, s kakšno močjo greje grelec pri 

podani temperaturi in spremembi. 

 

Tabela 11: Klasični zapis učnih vzorcev 

Temperatura Sprememba Grelec 

TM SP GM 

TM SM GP 

… … … 

TV SN GN 

 

Pravilnostna tabela dobi mrežo polj velikosti 3 krat 3 (polja na Sliki 44, ki se prično na črko G), ki 

nadomestijo 9 vrstic iz Tabele 11. Ker so želene vrednosti za grelec podane, govorimo pri FAM o 

nadzorovanem učenju.  

 

 TM TO TV 

SP GM GP GN 

SM GP GN GN 

SN GN GN GN 

                    Slika 44: Pravilnostna tabela za nadzor temperature 

  

Spremenljivke, ki se začenjajo s črko G, so grelniške spremenljivke in povedo, s kakšno močjo bo 

deloval grelnik ter imajo naslednji pomen: 

 

GM – gretje močno (2 kW), 

GP  – gretje polovično (1 kW) in 

GN – gretja ni (0 kW). 
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V vseh vmesnih delovnih točkah bo tudi vrednost grelniških spremenljivk vmesna. Na primer, da je 

sprememba temperature enaka SP in je temperatura nekje vmes med TM in TO, potem bo tudi 

vrednost grelnika vmes med GM in GP. Temu v tehniki rečemo interpolacija oziroma asociacija, od 

koder tudi izvira beseda asociativni v imenu obravnavanega inteligentnega sistema. 

8.2.3 Ugotavljanje rezultata  

Ko je pravilnostna tabela določena, lahko iz nje ugotovimo rezultate za posamezne logične 

funkcije grelca. Vrednost za grelec GM je podana z enačbo 35. 

 

 GM = SP ∙ TM 

     

                 (enačba 35) 

 

Oznaka GM se nahaja samo v enem polju tabele na Sliki 44, in  sicer tam, kjer velja, da je 

sprememba enaka SP in temperatura enaka TM. 

  

        GP  = TO ∙ SP + TM ∙ SM 

 

                 (enačba 36) 

Oznako GP najdemo v dveh poljih tabele na Sliki 44. V polju, kjer je temperatura TO in 

sprememba SP ali v polju, kjer je temperatura TM in sprememba SM. Vrednost za grelec GP  je 

podana z enačbo 36. 

 

 GN = SP ∙ TV + SM ∙ (TO + TV) + SN 

 

 

                 (enačba 37) 

 Oznako GN najdemo v kar šestih poljih tabele na Sliki 44, zato ji ustreza enačba 37, ki je nekoliko 

daljša.  Zapis enačbe GN je nastal po vrsticah tabele. V najvišji vrstici je oznaka GN, v polju, kjer 

velja TV in SP. V srednji vrstici je GV v polju SM in TV ali v polju  SM in TO. V spodnji vrstici 

pravilnostne tabele (Slika 43) je oznaka GN prisotna v vseh treh poljih SN ne glede na temperaturo, 

zato v tretjem členu enačbe za GN temperaturne oznake  (TM, TO in TV) niso prisotne.  
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8.2.4  Odmehčanje rezultata 

Do sem je potekal celoten postopek načrtovanja FAM na splošno − za poljubno temperaturo in 

za poljubno spremembo. Od tukaj naprej pa obravnavamo uporabo FAM, zato dobijo spremenljivke 

za temperaturo in spremembo konkretno vrednost. Recimo, da je v dnevni sobi temperatura 17,5 C 

in sprememba -1 C/min, saj je zunaj mrzlo in imamo odprto okno.  Iz Slik 42 in 43 preberemo 

pripadnosti posameznim funkcijam (črtkana črta) in dobimo vrednosti, ki so podane v enačbi 38. 

 
         TM = 0,25 

TO = 0,75 

TV = 0,00 
 

SP  = 0,50 

SM = 0,50 

SN  = 0,00 

 

  

                          (enačba 38) 

 

 

Te vrednosti vstavimo v mehke logične funkcije in dobimo vrednosti, kot je podano v enačbi 39. 

  
GM = SP ∙ TM = 0,5 ∙ 0,25 = 0,25 

GP  = TM ∙ SM + TO ∙ SP = 

       = 0,25 ∙ 0,5 + 0,75 ∙ 0,5 = 0,25 + 0,5 = 0,5      

GN = SN + SM ∙ (TO + TV) + SP ∙ TV  

       = 0,0 + 0,5 ∙ (0,75 + 0) + 0,5 ∙ 0,0  

       = 0,0 + 0,5 ∙ 0,75 +0,0  

       = 0,0 + 0,5 + 0,0 = 0,5 

 

 

                      (enačba 39) 

 

Izračun grelne moči je podan z enačbo 40, ki je običajna algebrajska enačba, kjer pomeni znak + 

seštevanje, znak ∙ pa množenje. 

 

 

Grelec = GM ∙ 2 kW + GP ∙ 1 kW + GN ∙ 0 kW  

            = 0,25 ∙ 2 kW + 0,5 ∙ 1 kW + 0,5 ∙ 0 kW 

            = 1 kW 

 

                     (enačba 40) 
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9 EVOLUCIJSKI ALGORITMI 

 

Evoluciji je uspelo v več milijard let dolgem časovnem obdobju iz množice posameznih  

atomov različnih kemijskih elementov ustvariti življenje v vsej njegovi raznolikosti, kot ga poznamo 

danes. To je dosežek, ki ga ljudski rod še ni uspel ponoviti. Evolucija je tekom časa ustvarila številne 

enocelične organizme, glive, rastline, živali in med njimi nenazadnje tudi nas, ljudski rod. Bioniki 

pogosto posnemamo, kar se je v naravi izkazalo za uspešno in evolucija pri tem ni nobena izjema, saj 

se od nje lahko veliko naučimo. Tako je po njenem vzoru nastalo več  različnih inteligentnih sistemov 

oziroma algoritmov strojnega učenja. Njihovo skupno ime je evolucijski algortimi (angleško 

evolutionary algorithms, EA). Več desetletij njihove uporabe je pokazalo, da so to zelo robustni 

iskalni algoritmi, s katerimi poiščemo najboljšo rešitev danega problema v množici različnih rešitev. 

Najbolj znani evolucijski algoritmi so: 

 
• evolucijske strategije, 

• genetski algoritmi in 

• genetsko programiranje. 

 

Skupna lastnost vseh EA je, da vsebujejo množico rešitev, ki se med seboj nekoliko razlikujejo. 

Celotna množica vseh posameznih rešitev se imenuje populacija. Rešitve se spreminjajo iz ene 

generacije v drugo po vzoru živih bitij, skladno z naravnim izborom (Darwinova teorija). Najprej 

generacijo staršev nadomesti generacija potomcev, nato pa ti potomci sami postanejo starši, ki jih 

nadomesti naslednja generacija potomcev in tako naprej. Prva generacija posameznikov v EA se 

običajno ustvari naključno, naslednje generacije pa nastanejo s križanjem (angleško recombination), 

mutacijo (angleško mutation) in izbiro (angleško selection). Vsaka generacija rešitev naj bi bila 

nekoliko boljša od svojih prednikov, zato smemo pričakovati, da bomo po nekem številu generacij 

dobili zadovoljivo rešitev danega problema. 

 

9.1  Evolucijske strategije  

Najpreprostejši med omenjenimi evolucijskimi algoritmi so evolucijske strategije (angleško 

Evolution Strategys, ES), ki so bile prvič omenjene leta 1964 na tehniški univerzi v Berlinu. Vzor za 
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ES je postopek razmnoževanja enoceličnih organizmov oziroma celična delitev. Med delitvijo celice 

se genetski zapis enega izmed staršev prenese na potomce v skoraj nespremenjeni obliki. Edini vzrok 

za spremembe se imenuje mutacija - majhna sprememba na naključnem položaju genetskega zapisa.  

 

Poenostavljen zapis ES izgleda takole: 

 

Generiraj(populacija) 

Generacija=1 

Do   

  Mutiraj(populacija) 

  Izberi(populacija) 

    Generacija = Generacija + 1 

While Prekinitev 

 

Najprej se naključno ustvari začetna generacija rešitev (Generiranje), čemur sledi zanka Do-

While, kjer se ustvarjajo naslednje generacije potomcev. Za nastanek naslednje generacije sta 

potrebna dva koraka (Mutacija in Izbira). V osnovni različici ES, ki se imenuje (1+1)ES, dobi vsak 

izmed staršev enega potomca. Prva številka v oklepaju (1+1) pomeni število staršev, druga pa število 

potomcev. Najboljši izmed staršev in potomcev se prenese v naslednjo generacijo. Zanka Do-While 

se ponavlja vse do njene prekinitve, do katere pride, ko dobimo zadovoljivo rešitev problema ali ko 

obupamo z iskanjem. Obstajo tudi druge različice ES, na primer (1+2)ES, kjer eden izmed staršev dobi 

dva potomca. V tem primeru gre v novo generacijo najboljši izmed staršev in obeh potomcev. 

 

9.1.1 Preprost primer uporabe ES 

Z (1+1)ES iščemo  celo število x na intervalu med 0 in 31, pri katerem ima neznana funkcija y = 

f(x) največjo vrednost. Vlogo neznane funkcije bo v tem učnem primeru opravljala kvadratna funkcija 

y = x2. Začetna populacija x-ov se določi naključno in je za naš primer podana v Tabeli 12.  
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Tabela 12: Začetna populacija rešitev 

Zap. štev. 
rešitve 

Vrednost 
rešitve 

Genetsi zapis  
rešitve 

Cenitev 
rešitve 

Število 
potomcev 

1 13 01101 169 1 

2 24 11000 576 2 

3 8 01000 64 0 

4 19 10011 361 1 
 

 

Predstavniki začetne populacije so torej števila 13, 24, 8 in 19. Njihov genetski zapis dobimo s 

pretvorbo v dvojiško obliko (števila  01101, 11000, 01000 in 10011). Ker iščemo število x, pri 

katerem ima neznana funcija največjo vrednost, je njena cenitev kvadrat števila (169, 576, 64 in 361). 

Najvišjo oceno ima neznana funkcija pri številu x=24, ki zato dobi dva potomca. Najslabše se odreže 

število 8, ki zato ne dobi nobenega potomca, vsa preostala števila pa dobijo po enega.    

 

Tabela 13: Potek mutacije pri ES 

Zap. Št. 
starša 

Naključna 
točka mutacije 

Geni pred 
mutacijo 

Geni po 
mutaciji 

Vrednost 
potomca 

1 3 01101 01001 9 

2 4 11000 11010 26 

2 2 11000 10000 16 

4 2 10011 11011 27 

   

 

Tabela 13 prikazuje vpliv mutacije za posamezne rešitve v trenutni populaciji. Prvemu 

predstavniku se je zaradi mutacije spremenil 3. bit in se mu je tako vrednost spremenila iz 13 v 9. 

Podobno so nastali tudi preostali trije predstavniki populacije iz nove generacije (26, 16 in 27). 

Mutaciji sledi izbira, katere potek  je prikazan v Tabeli 14. Ker imamo ES različico (1+1), se izmed 

staršev in potomcev v naslednjo generacijo uvrsti predstavnik z boljšo cenitvijo (selekcija). Prvemu 

predstavniku se je zaradi  mutacije cenitev poslabšala iz 169 na 81, zato se v tem primeru ohrani starš 

(rešitev 13), potomec (rešitev 9) pa se izloči. Enako velja tudi za tretjo rešitev. Drugi in četrti rešitvi 
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se je cenitev izboljšala, zato se je ohranil potomec. Tako v drugi generaciji dobimo rešitve 13, 26, 24 

in 27.  

 

Tabela 14: Potek izbire pri ES 

Zap. Št. 
starša 

Vrednost 
straša 

Vrednost 
potomca 

Pripadnik 
naslednje 
generacije 

Število 
potomcev 

1 13 9 13 0 

2 24 26 26 1 

2 24 16 24 1 

4 19 27 27 2 
 

 

Pri ES je vsaka nova generacija rešitev boljša od starševske ali pa vsaj enaka. V tem primeru 

smo v sedmi generaciji dobili najvišjo cenitev za rešitev x = 31, ki se v nadaljnjih treh generacijah ni 

več izboljšala. Zato smo postopek iskanja rešitev po desetih generacijah ustavili.  

 

9.2 Genetski algoritmi  

Začetnik genetskih algoritmov (angleško genetic algorithms, GA) je bil John Holland v 

šestdesetih letih prejšnjega stoletja. Poenostavljen zapis GA izgleda takole: 

 

Generacija=1 

Generiranje(populacija) 

Do 

  Izbira(populacija) 

  Križanje(populacija) 

    Mutacija(populacija) 

    Generacija = Generacija + 1 

While Prekinitev 

 

Vzornik GA je spolno razmnoževanje, kar pomeni, da potomci nastanejo s križanjem lastnosti 

dveh staršev. V manjši meri je prisotna tudi mutacija, ki pa se ne izvede pri vsakem potomcu. Služi 
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le kot izhod iz slepe ulice, saj bi sicer med iskanjem najboljše cenitve lahko obtičali v lokalnem 

maksimumu. 

  

9.2.1 Preprost primer uporabe GA 

Za boljše razumevanje si znova oglejmo primer, ki smo ga spoznali že pri ES. Spet iščemo 

maksimum neznane funkcije y = x2, kjer sme x zavzeti cele vrednosti števil med 0 in 31. Postopek se 

začne z naključno izbrano populacijo, ki jo zapisana v binarni obliki. S pomočjo cenitve ugotovimo 

kvaliteto rešitev in na osnovi tega določimo njihovo število potomcev v naslednji generaciji. Nato se 

izvrši medsebojno križanje z naključnim partnerjem, kjer je naključno izbrano tudi mesto križanja 

genskih nizov (Tabela 15). 

 

Tabela 15: Nastanek nove populacije rešitev 

Naključna 
partnerja 

Naključna 
točka križanja 

Geni pred 
križanjem 

Geni po 
križanju 

Vrednost 
potomca 

1,2 4 0110       1 0110       0 12 

2,1 4 1100       0 1100       1 25 

2,4 2 11       000 11       011 27 

4,2 2 10       011 10       000 16 
 

 

Mutacija poteka enako kot pri ES, spremeni se torej naključni bit. Razlika je le v pogostosti, saj 

se mutacija pri GA dogaja zelo redko (na primer enkrat na tisoč potomcev). V obravnavanem primeru 

nismo opravili nobene mutacije, a so se števila v novi generaciji vseeno izboljšala, saj je vrednost 

najboljšega predstavnika narasla iz 24 na 27. Razlog za to sta predvsem izločitev najslabše ocenjenega 

primerka v celotni populaciji in dvojni potomec najbolje ocenjenega primerka.  

V postopku iskanja najboljše rešitve je ostalo nerešeno vprašanje samo še prekinitev iskalnega 

algoritma oziroma odločitev, pri kateri generaciji je smiselno končati z iskanjem. Iskanje se lahko 

zaključi zaradi dveh razlogov: 

a) Ko cenitev enega primerka preseže želeno oceno (uspešno iskanje). 

b) Ko po mnogih generacijah ne dosežemo želene ocene (neuspešno iskanje). 
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9.3 Genetsko programiranje 

Genetsko programiranje (angleško Genetic Programming, GP) je odkril Nils Aall Barricelli 

leta 1954, razmah GP pa se je zgodil v devetdesetih letih prejšnjega stoletja, za kar je bil zaslužen 

predvsem znanstvenik John R. Koza. Pri GP gre za nadgradnjo GA oz. ES. Bistvena razlika med 

njimi je v tem, da pri  GP ne iščemo le števil ampak tudi računske operacije. Številske podatke in 

operacije, ki se z njimi izvajajo, z eno besedo imenujemo algoritem. Na začetku GP imamo 

izhodiščno populacijo preprostih algoritmov, ki po vzoru evolucije dobivajo potomce (križanje, 

mutacija in izbira). Ker se z izbiro v vsaki generaciji izločajo najslabši primerki algortimov, postajajo 

ti iz generacije v generacijo vedno boljši, dokler ne dobimo algoritma, ki uspešno reši vnaprej 

zastavljen problem. Podobno kot pri GA je tudi tukaj eden večjih problemov pravilna cenitev oziroma 

selekcija potomcev. Algoritme lahko tudi narišemo. Takšne risbe se imenujejo programska drevesa. 

Algoritmu, ki sešteje števili A in B, ustreza programsko drevo na Sliki 45. 

Krogi na Sliki 45 se imenujejo celice. Na vrhu drevesa je vedno ena sama celica, ki predstavlja 

začetek programa in se imenuje začetna celica. Na Sliki 45 začetna celica služi za operacijo seštevanja 

(+). Najnižje celice v posameznih vejah se imenujejo zaključne celice in vsebujejo spremenljivke (v 

tem primeru A in B). Vse ostale celice, ki niso zaključne, vsebujejo eno izmed operacij. Programskim 

drevesom se pri križanju spreminja oblika in velikost.   

Proces GP lahko opišemo z naslednji koraki: 

+ 

A B 

Slika 45: Programsko drevo 



 

107 

 

 

1. Pripravljalna faza. 

2. Tvorba začetne populacije programskih dreves. 

3. Križanje in mutiranje programskih dreves. 

4. Cenitev in selekcija programskih dreves. 

5. Če nobeden izmed programov ne ustreza zahtevam, potem skok nazaj na 3. korak. 

6. Izpis ustreznega programskega drevesa. 

 

Prvi korak - pripravljalno fazo opravi človek, vse ostale korake pa računalnik. V petem koraku 

ugotovljamo, ali smo že dobili zadovoljivo rešitev. Ko je dobljena rešitev zadovoljiva, se postopek 

iskanja programa ustavi ter se izpiše dobljen rezultat, sicer pa se postopek vrne nazaj na 3. korak 

križanje in mutiranje, da se ustvari še novejša, še boljša generacija potomcev. Čas iskanja oziroma 

število potrebnih generacij nista poznana vnaprej. Problemi so lahko tudi nerešljivi, takrat se proces 

vrti v neskončni zanki. V tem primeru po določenem času iskanje prekinemo. 

 

9.3.1 Primer genetskega programiranja 

Podrobnejši opis genetskega programiranja si bomo ogledali na primeru, kjer z GP iščemo 

formulo za izračun površine trapeza. 

 
 

A 

B 

H 

Slika 46: Trapez 

A in B sta osnovnici trapeza, H pa višina. 
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Na voljo imamo nabor učnih vzorcev, ki so podani s Tabelo 16. Kot  je razvidno iz Slike 46, so 

atributi A, B (robova) in H (višina) razsežnosti trapeza. Atribut P predstavlja  površino trapeza, ki je 

določena z atributi A, B in H. Z genetskim programiranjem želimo s pomočjo podatkov iz Tabele 

14 poiskati formulo za izračun površine trapeza. 

 

Tabela 16: Učni vzorci za trapez 

 

A B H P 
3 7 2 10 
4 2 5 15 
5 1 4 12 

 

 

Ad1) V pripravljalni fazi s pomočjo Tabele 16 ugotovimo, da so podani trije vhodni 

atributi A, B in H, ki vplivajo na rezultat P. Torej bodo v zaključnih celicah programskih 

dreves nastopale spremenljivke A, B in H. Zanima nas le še, katere računske operacije jih 

med seboj povezujejo. Najpogosteje se v GP uporabljajo osnovne računske operacije: 

seštevanje, odštevanje množenje in deljenje, saj zadovoljivo rešujejo večino računskih 

problemov. Po potrebi lahko dodamo še tudi katero koli drugo operacijo, kot so na primer 

logične operacije, kotne funkcije, logaritmi ... Vse štiri osnovne računske operacije 

potrebujejo dva operanda. To pomeni, da so njihove celice navzdol povezane z dvema 

novima celicama. Nekatere operacije potrebujejo le en operator (negacija, absolutna 

vrednost, kvadratni koren, logaritem ...) in so zato njihove celice povezane navzdol z eno 

samo celico. Mimogrede omenimo še dejstvo, da lahko nekatere operacije, kot je na 

primer deljenje z nič, povzročajo težave in se jim zato poskušamo izogibati.  
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Ad2) Začetna populacija programskih dreves nastane naključno. Če jo ustvarjamo na 

papirju, si lahko pri tem pomagamo z igralno kocko. Računalniki sicer znajo sami 

generirati naključne vrednosti, vendar lahko imajo pri tem nekaj težav. Naključna 

programska drevesa nastajajo tako, da se za vsako celico posebej odločamo, kakšno 

vsebino bo imela. Običajno velikost programskih dreves navzgor omejimo, saj bi sicer 

lahko med evolucijo pretirano narasla. V našem primeru smo si izbrali za minimalno 

število celic 3, za največje število pa 10. Žreb je ustvaril začetno populacijo, ki je 

prikazana na Sliki 47.  

  : 

  H ∙ 

    A H 

  - 

 H B  

B A

A A 

+ 

∙ 

  H B 

Slika 47: Začetna generacija programskih dreves 
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Ad3) Križanje se dogaja pri vsakem potomcu, mutiranje pa dokaj redko. Slika 48 

prikazuje primer križanja brez mutacije. Pri mutaciji (Slika 49) se spremeni vsebina ene 

od celic tako, da je nova vsebina istovrstna, kot je bila stara. Torej: če je celica pred 

mutacijo vsebovala spremenljivko, bo po mutaciji vsebovala neko drugo spremenljivko; 

ali če je celica pred mutacijo vsebovala operacijo, bo po mutaciji vsebovala neko drugo 

operacijo. 

 

  : 

  H∙

    A H 

A A

+

Slika 48: Križanje programskih dreves 

Zgornji del slike  prikazuje drevesi  pred križanjem, 
spodnji pa po križanju. 

    A A

  : 

  H  ∙ 

    A H 

 +
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Ad4) Manjša kot je napaka drevesa, tem boljša je njegova cenitev. Cenitev določimo 

tako, da najprej izračunamo srednjo absolutno napako (�̅���), nato pa še njeno obratno 

vrednost (Ocena = 1/�̅���). Poglejmo si izračun cenitve na primeru prvega 

programskega drevesa s Slike 47, ki mu ustreza enačba 41. 

 

 

                    P = A + A = 2A  

 

                    (enačba 41) 

 

Vstavimo podatke iz prve vrstice Tabele 16 in tako dobimo enačbo 42. 

 

 

 

 

 

Tako znese srednja absolutna napaka �̅��� prvega programskega drevesa: 

 

 

 

 

Izbira poteka enako kot pri evolucijskih strategijah in genetskih algoritmih. Programsko drevo z 

najmanjšo oceno (najvišjo napako) izločimo, tistega z najvišjo oceno pa uporabimo pri tvorbi 

naslednje generacije programov dvakrat. Preostali del procesa genetskega programiranja (točki 5 in 

6 procesa na strani 114) poteka povsem enako kot pri genetskih algoritmih. 

E = 2 ∙ A - P 

E = 2 ∙  3 - 10 = -4  
E = 2 ∙  4 - 15 = -7 
E = 2 ∙  5 - 12 = -2 
 

    

                  (enačba 42) 

�̅��� = (4+7+2)/3 = 13/3 

Ocena = 1/�̅��� =  3/13 

 

                  (enačba  43) 
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Slika 49: Mutiranje programskih dreves 

V zgornjem delu slike mutira spremenljivka (iz A v B), v spodnjem delu  pa 
operator (iz + v :). 

A A

+ 

A B

+ 

A A

 + 

A A
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10 SKLEPNA MISEL 

Inteligentni sistemi se bliskovito naseljujejo v naša življenja. Pametni telefoni, pametne hiše, 

gospodinjski roboti, samovozeči avtomobili, internet stvari in podobne naprave so že ali pa bodo 

kmalu med nami. Hiter razvoj tukaj opisanih naprav mnoge posameznike celo plaši. Naše življenje 

zagotovo več ne bo nikoli enako, kot je bilo v obdobju pred umetno inteligenco. Zgodovina nas uči, 

da smo do novitet sprva nekoliko zadržani, če pa se te izkažejo kot uporabne, pa jih sprejmemo z 

obema rokama. Torej: čaka nas razburljiva prihodnost …  
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UPORABLJENI SIMBOLI 

e - napaka (error) 

o - izhodna vrednost (output) 

t - želena vrednost (target) 

i - zaporedna številka  

N - število učnih vzorcev 

KS - količnik stroškov 

W - utež sinapse (weight) 

η - hitrost učenja 

KV - kvaliteta vzorcev 

RR - razdalja med vzorci različnih razredov 

RI - razdalja med vzorci istega razreda 
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